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Resumo: As técnicas de projecdo multidimensional, ou também conhecidas como
técnicas de reducdo de dimensionalidade, vém despertando grande interesse da comu-
nidade de visualizacdo e andlise de dados por possibilitarem que a capacidade visual
humana seja empregada na exploracdo e interpretacao de relacdes de similaridade e
vizinhanga. Atualmente, essa é uma das ferramentas de visualizagdo mais empre-
gadas para a exploragdo de dados multidimensionais e sua aplicagdo se estende por
varios dominios como, por exemplo, andlise de dados de sensores e biosensores e
exploragdo de colecdes de imagens e musicas. Este artigo apresenta uma visao geral
de técnicas cléssicas e do estado-da-arte para proje¢cdo multidimensional, algumas fer-
ramentas disponiveis, bem como exemplos de aplicagdes, buscando evidenciar como
as projecdes podem assistir na exploracdo e entendimento de diferentes conjuntos de
dados.

Abstract: Multidimensional projection techniques, also known as dimensionality
reduction techniques, have attracted great interest among the visualization and data
analysis community due to its capacity of enabling the human visual ability to be em-
ployed on the interpretation and analysis of similarity and neighborhood relationships.
Currently, projections are one of the most popular visualization tools for the explora-
tion of multidimensional datasets. Its application goes from the analysis of sensors
and biosensors data to the browsing of images and music collections. This paper pre-
sents a survey of classical and state-of-the-art multidimensional projection techniques,
some available tools, and examples of applications aiming at showing how projections
can assist on the exploratory analysis and understanding of different data sets.
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1 Introducao

Com a diminui¢@o do custo e a melhoria das tecnologias para armazenamento, distri-
buicdo e recuperacdo de dados, a quantidade de informacdo produzida, ou disseminada, tem
crescido substancialmente tanto em volume quanto em complexidade. Apesar desse aumento
parecer positivo, excesso de informacao pode resultar em um efeito conhecido como ““sobre-
carga de informacdo”. A sobrecarga de informacao ocorre quando o volume de informagéo é
tao grande que uma pessoa ndo € capaz de localizar e fazer uso do que € necessario [15].

Apesar de muita informacao ndo relevante poder ser filtrada, a gerag@o de informacao
util ainda continua sendo muito maior do que a capacidade das ferramentas de interpretaco
vigentes, tornando necessario o desenvolvimento de métodos e ferramentas capazes de sinte-
tizar esse aglomerado de dados para que seja possivel interpretéd-lo, apresentando-o de forma
simples e amigavel.

Dentre as dreas que estudam métodos para apoiar a interpretacdo de tal informagao,
a 4rea de Visualizacdo de Informagées tem despertado grande interesse por permitir que a
capacidade visual humana seja empregada no processo exploratério, acelerando a extragao
de conhecimento. Diferentes técnicas de visualizagdo t€ém sido propostas. A maioria ma-
peia cada item de dado em um elemento grafico correspondente, que pode ser um pixel, uma
linha, um icone ou outro marcador. De acordo com Grinstein et al. [23], alguns exemplos
tradicionais seriam: scatterplots 2D e 3D [16], Matrizes de scatterplots [2], Table lens [56],
técnicas Iconogrdficas [14, 54, 8, 58], Empilhamento Dimensional [38], Coordenadas Pa-
ralelas [27, 29, 28], Técnicas Orientadas a Pixel [33, 34, 32], Segmentos de Circulo [4],
RadViz [25], Grand Tour [6], Mapas Auto-organizdveis de Kohonen [36], etc, sendo que
muitas dessas sdo similares ou estdo relacionadas. Um estudo sobre algumas dessas técnicas
foi elaborado por Oliveira e Levkowitz [43].

Embora tais técnicas possam ser empregadas com sucesso em pequenos conjuntos de
dados, para conjuntos maiores com alta dimensionalidade elas tendem a apresentar proble-
mas, nio conseguindo identificar satisfatoriamente grupos de dados correlacionados, determi-
nar elementos espurios ou tendéncias. Uma abordagem alternativa a essas técnicas tradicio-
nais, que tem sido aplicada com sucesso na visualiza¢do de dados com alta dimensionalidade,
sdo as técnicas de Projecdo Multidimensional [65]. Uma técnica de proje¢do multidimensi-
onal mapeia as instancias de dados em um espago uni-, bi- ou tri-dimensional, preservando
alguma informacao sobre as relagdes de distancia ou similaridade entre elas de forma a revelar
0 maximo possivel as estruturas existentes. Tipicamente, o resultado de uma proje¢do mul-
tidimensional é um conjunto de pontos no plano, numa reta ou num volume, cada elemento
representando uma instancia de dados. Numa projec@o de boa qualidade, pontos projetados
préximos indicam instancias similares, e os distantes, as ndo correlacionadas de acordo com
a alguma medida de similaridade. Dentre as vantagens desse tipo de abordagem, destacam-se
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a possibilidade identificar e extrair padrdes que ndo sdo detectaveis por métodos classicos
de andlise e fornecer ao usudrio maior confianga nos resultados obtidos se comparado com
outras técnicas [61].

Assim, proje¢des multidimensionais tem se mostrado como uma solugdo efetiva a
interpretacdo de conjuntos multidimensionais de dados, dando apoio e suporte a rapida ex-
tracdo de informacdo relevante desse tipo de dado, configurando, portanto, um mecanismo
que pode efetivamente contribuir para diminuir os problemas associados a sobrecarga de
informacao.

As proximas segOes estdo organizadas da seguinte maneira: a secdo 2 apresenta a
fundamentag@o tedrica e os trabalhos relacionados ao estudo, bem como as técnicas de pro-
jecao multidimensionais abordadas nesta revisio; na secdo 3 sdo apresentadas algumas apli-
cacdes existentes que utilizam técnicas de projecdo multidimensional para realizar andlise
exploratdria sobre diversos tipos de dados; na se¢@o 4, algumas ferramentas disponiveis sao
demonstradas; e na se¢do 5, as conclusdes gerais e possiveis contribui¢Oes futuras sdo relata-
das, além de tendéncias da area.

2 Técnicas de Projecao

De forma geral, as técnicas de proje¢do multidimensional sao uma importante ferra-
menta analitica devido a sua capacidade de revelar estruturas de similaridade e vizinhanga
em espagos multidimensionais. Andlises de campos vetoriais [18], minerag¢do visual de
texto [13, 71, 3], e andlise de sensores e biossensores [46, 53, 47] sdo apenas alguns exemplos
de aplicacdes nas quais projecdes vem sendo empregadas com sucesso.

Matematicamente, sejam X = {x1,Xa,...,X,} um conjunto de dados contendo n
tuplas tais que x; € RP representam 7 observagdes com p > 3 varidveis e 6 : RP X
RP — Rar uma func¢do de dissimilaridade entre duas instincias [17]. Seja também ) =
{y1,¥2,-..,¥n} um conjunto de n tuplas tais que y; € R (¢ € {1,2,3}). Uma técnica de
projecdo multidimensional € um método que encontra uma fungéo injetiva f : X — ) que
busca preservar em ) alguma caracteristica original dos dados, em geral as relagdes de simi-
laridade ou vizinhanga. Os conjuntos X’ e ) serdo representados também como X e Y, res-
pectivamente, quando uma representacdo matricial for mais adequada. Nesta representacio
matricial, considera-se que cada linha ¢ da matriz X (ou Y) contém as coordenadas de x; (ou

Vi)
Uma das taxonomias mais aceitas para a classificagdo das técnicas de projecdo divide
as mesmas em dois grandes grupos, técnicas globais e técnicas locais [20]. Técnicas globais

buscam aproximar §(x;, x;) de ||y; —y;||, para todo i # j, enquanto que técnicas locais bus-
cam preservar as distdncias considerando pequenas vizinhancas [20]. De forma geral, se o
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objetivo é preservar a média das distancias, técnicas globais sdo a melhor escolha. Caso o ob-
jetivo seja a preservacdo das vizinhangas, é preferivel utilizar técnicas locais. Nas subse¢des
seguintes, algumas técnicas desses dois grupos sdo apresentadas.

2.1 Técnicas Globais

Dentre as primeiras técnicas globais desenvolvidas, as técnicas denominadas Mul-
tidimensional Scaling (MDS) foram as que atingiram maior popularidade [17]. Dentre os
métodos de MDS mais conhecidos temos o Classical Scaling [67] e o Least Squares Sca-
ling. No Classical Scaling, busca-se uma transformacdo linear que mapeie X num espago
Euclidiano onde as dissimilaridades 0(x;,x;) se aproximam das distancias ||y; — y,||. Essa
transformacdo € encontrada fazendo a decomposic¢io espectral da matriz de dissimilaridades.
Quando as dissimilaridades sdo Euclidianas, existem garantias para se encontrar um espago
onde elas podem ser representadas sem perdas, porém, na pratica, sdo necessdrias mais de 3
dimensdes. J4 no Least Squares Scaling, uma configuracdo dos pontos é buscada de forma
que ||ly; — y;l| = g(6(xs,%;)) por meio da minimizagdo de uma funcdo de perda, sendo g
uma funcao de transformagao.

Um exemplo de Least Squares Scaling é a técnica Sammon’s Mapping [60]. Nessa
técnica, a seguinte fun¢do de perda € minimizada:

1 (Ily: — vyl = 0(xi, x5))?
S) = ' !
! 2 i<y O(xi %)) ; 0xi %) v

J

Como essa fungdo é ponderada por 0(x;,x;) ', as pequenas dissimilaridades terdo
maior peso que as grandes, tornando o Sammon’s Mapping capaz de desdobrar dados de ma-
nifolds de alta dimensédo. Esta opgéo é preferida as ponderagdes drdsticas como §(x;, xj)_2
que ndo auxiliam a atingir um balango entre preservacao local e global de estruturas, particu-
larmente quando se esta trabalhando dentro de pequenas vizinhangas [39].

Na Sammon’s Mapping, as distincias d(y;,y;) e as dissimilaridades 6(x;, x;) nor-
malmente sdo Euclidianas, sendo que para minimiza¢ao da funcdo de perda é usado um
método iterativo ndo-linear que emprega o gradiente dessa funcdo para se encontrar um
minimo local [52]. A ¢-ésima iterac@o desse método € definida pela equagdo abaixo:

yij(t + 1) = yij(t) — MF x qu(t), (2)
onde y;; denota a coordenada j do ponto y; e

B 051 (t)
(1)

925, (t)

Bij Q ay?j (t)

/ ; 3
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onde 0 < M F < 1¢éum “fator magico” que serve para otimizar a convergéncia do algoritmo,
sendo determinado originalmente como 0.3 < MF < (0.4. Para acelerar a convergéncia a
um minimo, Chang e Lee [11] usaram um método de relaxamento heuristico para determinar
o M F e Niemann e Weiss [42] usaram um tamanho 6timo de passo calculado a cada iteracao
ao invés do M F.

Os métodos MDS originais sdo muito precisos em termos de preservacdo da distancia
global, mas sdo computacionalmente caros. Como forma de melhorar essa complexidade,
mas ainda buscando uma boa qualidade em termos de preservacdo da distdncia, algumas
estratégias foram propostas: Landmarks MDS (LMDS) [63], Pivot MDS [9] e a abordagem de
Pekalska [52] que projetam um subconjunto pequeno de instincias e por meio de interpolagio
encontram o mapeamento final.

Uma técnica recente que busca uma maior velocidade no processo de projecdo é a
Part-Linear Multidimensional Projection (PLMP) [51]. Na PLMP, inicialmente uma projecio
Y’ C R? é construida para um subconjunto de instincias representativas X’ C RP? e essa
informacao € usada para a constru¢do de uma transformacao linear ® : R? — R? para o po-
sicionamento das outras instdncias ndo projetadas. A transformacgao ¢ pode ser aproximada
de forma eficiente resolvendo um sistema linear ® X’ = Y’ por meio de minimos quadrados.
Uma vez que P for determinada, a projecdo do conjunto de dados passar a ser a transformacdo
de cada x; ¢ X' por ®, uma operagdo pouco custosa.

Na PLMP, a qualidade do mapeamento linear depende basicamente da selecdo das
instancias representativas e de posicionamento delas no espago visual. A possibilidade de
mudanga interativa do posicionamento das instancias representativas ¢ uma das caracteristicas
mais interessantes da PLMP, tornando-a um mecanismo verdadeiramente interativo para
andlise visual de dados. Entre as limitacdes da técnica, estd a necessidade de que o nimero
de instancias representativas seja maior do que o nimero de dimensdes dos dados, o que pode
dificultar o uso da técnica em situagdes nas quais os dados estdo em um espago dimensional
muito alto.

Uma abordagem diferente é apresentada na técnica Glimmer [26]. Glimmer é um
algoritmo MDS baseado em for¢a que utiliza um arcabougo hierdrquico recursivo para au-
mentar a precisdo e reduzir o custo computacional. Em sua estratégia multi-nivel, Glimmer
tem como nivel mais alto o conjunto inteiro dos dados. Os niveis mais baixos sdo subcon-
juntos aninhados, reduzidos por um fator fixo. O fator de redug¢@o de um nivel para o outro é
igual a 8, até que o numero de instancias seja menor do que 1000.

Em cada nivel da hierarquia, a técnica faz uso de trés operadores sobre as instancias do
subconjunto correspondente: restriction, obtém os subconjuntos para construir a hierarquia;
relaxation, operador que reduz o erro da aproximacao das distancias no espago visual até um
valor especifico; e, interpolation, passa o resultado do operador relaxation para o préximo
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nivel da hierarquia.

O diferencial apresentado pela Glimmer € a possibilidade de implementagdo em GPU,
melhorando o tempo de processamento. O uso da GPU, quando comparado com a execugao
em CPU, ndo afeta a convergéncia e a precisdo, apenas diminui o tempo de processamento.
A Glimmer de forma geral busca minimizar uma fungdo de stress, que calcula as diferen-
cas entre as distdncias no espago original e no espago transformado. Porém, ao invés de
minimizar as diferencas par-a-par, faz esse processo empregando amostragem, minimizando

Zi EjGNear(i)URandom(i) (dlj - 6ij)2

“

sparsestress = S5 52
i LujeNear(i)URandom (i) “ij

na qual, Near(i) corresponde ao subconjunto de instdncia mais préximas da instincia i em
cada iteragdo e Random(i) corresponde a um subconjunto aleatério de instincias de mesmo
tamanho que Near(i).

Nos niveis mais baixos, o sistema converge rdpido devido ao nimero reduzido de
instancias. Nos niveis mais altos, o sistema converge ap0ds poucas iteracdes devido ao fato de
que as instancias que vieram do nivel de baixo ja estdo proximos de suas posi¢des finais, 0 que
acelera bastante o processo de projecao e possibilita sua implementacio de forma paralela.

Por fim, uma ultima técnica global bastante rdpida e simplista é a Random Projec-
tion [1]. Na Random Projection, o conjunto X € mapeado utilizando uma matriz aleatéria
R, «m cujas colunas possuem tamanho unitdrio. Na forma matricial, essa transformagdo é
dada por Y,y = Xpnxplipxg. O ponto central da técnica € a escolha da matriz R. Ge-
ralmente, os elementos r;; de R sdo distribuidos segundo uma Gaussiana. Achlioptas [1]
mostrou que essa distribuicao pode ser substituida por algo mais simples, dado por

V3, com probabilidade
Tij = - 0, com probabilidade
—V/3, com probabilidade

&)

DW=

A Random Projection € uma das técnicas globais mais rdpidas que existem, mas sua
precisdo, em termos da preservacdo das relagdes de similaridade e vizinhanga, é bastante
afetada.

Em geral, técnicas globais sao precisas na preservacdo da média dos relacionamentos
de distincias, mas falham na preservacao dos relacionamentos de vizinhangas principalmente
quando sdo considerados espacos de alta dimensdo esparsos. Nesses espacos, normalmente as
instancias pertencem a manifolds locais e so relacionadas a poucas instincias que pertencem
ao manifold [39]. Ou seja, a maioria das instancia sdo muito dissimilares entre si com apenas
algumas poucas compartilhando propriedades comuns [39]. Nesses casos é preferivel utilizar
técnicas locais, apresentadas a seguir.
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2.2 Técnicas Locais

Uma das primeiras tentativas de se criar uma técnica local foi apresentada por Chal-
mers [10]. Diferente das abordagens apresentadas anteriormente, para cada instancia a abor-
dagem de Chalmers busca preservar no espaco transformado as distancias para duas diferen-
tes listas de instincias, uma contendo os vizinhos mais préximos no espago original e outra
com instancias escolhidas de forma aleatodria.

A primeira lista V; armazena as referéncias as instancias vizinhas de x;, tendo tama-
nho maximo V4. Junto com V; é mantido um valor, mazxDist;, que é a maior distancia
multidimensional entre x; e qualquer membro de V;. Enquanto a lista de vizinhos é mantida
entre iteragdes, a segunda lista é construida a cada passo. Essa lista € formada por um sub-
conjunto .S; de instincias escolhidas aleatoriamente que ndo pertencem a V;. O tamanho da
mesma ¢ definido por uma constante S,

Em cada iteracdo, instancias sdo selecionadas para serem inseridas em .S;. Toda vez
que uma instdncia ¢é selecionada, a dissimilaridade 0(x;,x;) é calculada. Se 0(x;,x;) <
maxDist;, entdo x; € inserida na lista V; ao invés de S;. Esse procedimento é repetido
até que a lista S; tenha 5,4, instincias. Quando isso ocorrer, o posicionamento de x; &
calculado considerando um ndmero limitado de instancias (menor ou igual a V40 + Simaz)-

Conforme a amostragem aleatdria continua, a lista .S; evolui na dire¢@o de conter as
Smaz Instancias mais proximas de x;. Uma vez que adigdes de instincias as listas S; tenham
terminado, o processo de criacio do layout geralmente se encerra entre n a 3n iteragdes, onde
uma itera¢do envolve o posicionamento das n instancias do conjunto de dados.

Embora consiga uma melhor preservacio das distancias em pequenas vizinhancas, a
abordagem apresentada por Chalmers é cara computacionalmente, O(n?). Outras técnicas
baseadas na apresentada por Chalmers alcancaram complexidades menores, O( Vn?® )[41]e
O(nlogn) [31], usando amostragem e interpolagdo. Essas abordagens melhoram a comple-
xidade mas diminuem a precisdo na preservagdo de estruturas locais de distancia.

Empregando uma abordagem diferente, a técnica Local Linear Embedding (LLE) [59]
realiza a reducdo de dimensionalidade baseada na suposicdo de que localmente os dados sdao
lineares. Isto significa que pequenos pedagos em R? devem ser aproximadamente iguais a
pequenos pedagos dos dados finais em R?. Portanto, relagdes locais entre dados em RP que
sdo invariantes sobre rotacdo, translacio e escala deveriam ser (aproximadamente) validas em
RY. Usando este principio, o procedimento para encontrar as coordenadas de baixa dimensdo
é realizado em trés passos: (1) encontrar os vizinhos mais préximos de cada instincia; (2)
expressar cada instincia x; como uma combinagdo linear das outras instincias, isto €, x; =
> wijX;j, onde » ., w;; = 1 e w;; = 0 se x; ndo € um vizinho proximo de x;; (3) encontrar
as coordenadas ¢-dimensionais de cada instancia no espago p-dimensional usando os pesos
encontrados no passo 2.
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No passo 2, a matriz de pesos W, cujas entradas sdo w;;, € encontrada minimizando-se
uma aproximagao do erro quadratico pela equagdo

2

erro(W) = Z X; — Zwijxj . 6)
J

i
onde W pode ser encontrada resolvendo-se um problema de minimos quadrados.

A reducgdo de dimensionalidade acontece no passo 3. Dada a matriz de pesos e o
nimero de dimensdes ¢, 0 algoritmo constréi um mapeamento preservando a vizinhanga dos
dados em um espaco de menor dimensao. Para isso, minimiza-se

2

erro(Y) = Z v — Zwijyj . @)
J

i

Para a minimizacao dessa equagdo, um método baseado em autovetores € empregado.
Mais precisamente, resolve-se um sistema n x n dado pela Equacdo (7). Assim, a técnica
LLE é de complexidade O(n?). Porém, métodos para cdlculo de autovetores esparsos podem
ser empregados de forma a reduzir essa complexidade.

Outra técnica local, foi apresentada por Tenenbaum et al., conhecida como Isometric
Feature Mapping (ISOMAP) [66]. Nessa as relacOes de distancia entre as instancias multidi-
mensionais sdo alteradas antes que a verdadeira projecdo seja criada. A ideia da ISOMAP é,
ao invés de utilizar distancias Euclidianas ou outra dissimilaridade entre as instancias multidi-
mensionais, utilizar distincias geodésicas. Dados um grafo G(A, V'), no qual A denota suas
arestas e V seus vértices, a distancia geodésica entre dois vértices i, j € V' € dada pelo menor
caminho entre ¢ e j em GG. Assim, para se calcular tais distancias é criado um grafo onde V'
sdo as instncias multidimensionais e as arestas A ligam cada instincia aos seus k vizinhos
mais préximos, ponderadas de acordo com as dissimilaridades. Fazendo uso desse grafo, as
novas dissimilaridades sdo calculadas pelo caminho mais curto entre pares de vértices desse
grafo. Na ISOMAP a projecao final é obtida usando-se a Classical Scaling considerando as
distancias geodésicas.

Uma versdo mais eficiente da ISOMAP utiliza a abordagem de amostragem e inter-
polacdo para reduzir o nimero de distancias calculadas. Essa abordagem € conhecida como
Landmarks ISOMAP (LISOMAP) [62], e possibilita que grandes conjuntos de dados sejam
processados.

Um exemplo de técnica que apresenta boa precisdo em termos de preservacido de
relacdes locais de vizinhanga € a Least Square Projection (LSP) [48]. A LSP consiste de
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trés passos principais. Primeiro, um grafo de vizinhangas entre as instancias de A’ é defi-
nido. Em seguida, seleciona-se um subconjunto X’ C X (com |X’| = ¢), os pontos de
controle, e gera-se a projecdo destes com uma técnica convencional, como o Classical Sca-
ling. Por fim, as instincias restantes sdo projetadas interpolando as j4 projetadas usando um
sistema de equacdes lineares. Este sistema é montado de forma a estabelecer restrices de
posicionamento que respeitem as relacdes de vizinhangas descritas pelo grafo encontrado no

primeiro passo. Seja V; = {x;,, ... s Xy, } o conjunto de k; pontos vizinhos de x;. Na LSP o
posicionamento de cada y; é dado pela seguinte equacio
yYi — Z QY5 = 07 0 < Q44 < 1, Z Q5 = 1. (8)
x;€V; x; €V,

Se resolvermos a Equacgdo (8) para todas as instancias de X, cada x; serd mapeado no
fecho convexo das imagens das instancias em V;. Particularmente, quando o;; = /% temos y;
no centroide das imagens de V; [68, 21]. A Equagdo (8) resulta em um conjunto de sistemas
lineares que torna possivel o célculo das coordenadas p;: Lx; = 0,Lxy = 0,...,Lxgy = 0,
onde x1,Xa,...,Xq sd0 vetores contendo as coordenadas cartesianas dos pontos e L € uma
matriz Laplaciana n x n, cujas entradas sdo dadas por

1, set=7j
lij=4 —oij, sep; eV
0, caso contrario.

Os pontos de controle sdo, entdo, utilizados para adicionar informagao geométrica ao
sistema. Eles sdo inseridos no sistema linear como novas equacdes na matriz. As coordenadas
cartesianas dos pontos de controle sdo adicionadas do lado direito do sistema, levando a um
vetor ndo-nulo. Assim é possivel re-escrever a Equagio (8) da seguinte forma: Ax = b, onde
A é uma matriz (n 4+ nc) x n dada por

A— L o — 1, XjEX/
“\C )]’ ™ 7] 0, -casocontririo

e b é o vetor

b — 0 :<n
T @k n<i<n+ec

onde z.,, ¢ uma das coordenadas cartesianas do ponto de controle x.,.

Embora a LSP apresente bons resultados em termos de preservagao de vizinhanga, o
operador Laplaciano necessita da solucdo de sistema linear com n varidveis, o que a torna
computacionalmente impraticdvel para grandes conjuntos de dados.
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Como forma de contornar esse problema, Paulovich et al. [45] apresentam a técnica
Piecewise Laplacian Projection (PLP). A PLP resolve pequenos sistemas lineares ao invés de
apenas um muito grande. Isso é feito particionando o conjunto de dados em pequenos grupos
e aplicando a LSP para como um desses conjuntos de forma independente. A coeréncia
geométrica entre as projecdes desses grupos € alcancada projetando os pontos de controle
desses grupos em conjunto.

Com essa subdivis@o em sistemas lineares menores, a PLP apresenta custo computa-
cional menor quando comparada com a LSP. No entanto, perde em termos de preservacio de
vizinhanga.

Outra técnica que faz uso de instancias representativas em um passo anterior para a
geracdo da projecdo final é a Local Affine Multidimensional Projection (LAMP) [30]. O
diferencial dessa técnica ¢ a possibilidade de manipulag@o dos pontos de controle no espago
visual pelo usudrio a0 mesmo tempo que possui custo computacional baixo e boa precisdo
em termos de preservacdo de dissimilaridades nos mapeamentos. Partindo de uma projecao
gerada para uma amostra dos conjuntos de dados, o usudrio pode manipular os elementos
no espago visual, mudando as relacdes de similaridade. A projecdo dos demais elementos é
gerada a partir destes elementos.

A solugdo adotada pela LAMP para o mapeamento de cada instancia € encontrar uma
funcdo linear para cada uma delas. O problema é definido em termos das coordenadas de
posicionamento das instincias representativas, e o mapeamento de cada x; é a transformacio
fx; (x) = xM + t que otimiza

min Y oyl fx, (x5) — ¥
- ©

sujeitoa MTM =1,

onde o B sao pesos adicionados para que instancias representativas mais similares

_ 1
(1%} =]
influenciem mais no mapeamento de x;, enquanto que as menos similares irdo influenciar
menos. Além disso, remover a influéncia de instancias representativas mais distantes € o que

permite que o mapeamento seja realmente local.

A restricdo de ortogonalidade adicionada ao problema da Equagdo (9) impde uma
transformacdo que sé rotaciona e translada os dados. Uma caracteristica importante é que
efeitos de escala ou cisalhamento ndo sdo inseridos, ajudando a minimizar as diferencas entre
as dissimilaridades originais e as distancias na representagdo visual. Além disso, a distor¢o
adicionada pelo posicionamento de instancias representativas € suavizada. Uma solu¢io pode
ser encontrada utilizando um método de minimos quadrados tradicional, como visto em ou-
tras técnicas, mas essa abordagem pode propagar as distor¢des [30].
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A solug@o para a minimizacdo da Equag@o (9) € reescrevé-la em forma de matriz,
dando origem a um problema de Procrustes Ortogonal [22], o qual possui solu¢@o conhecida.
Basta tornar a derivada parcial de t igual a zero e reescrever t em termos de M com t =
y' —x'M, onde

!/

¢ . c !
< — Zj:l ;X . Zj:l QY

25:1 aj 25:1 Qj

De volta a Equagdo (9), temos

min Oé||fxb(§()_§’||2
Fa ;J v (10)

sujeitoa MTM =1,
onde x; = x; — X' e y; = y; — y'. Por fim, escrevendo a Equagio (10) na forma matricial,

temos
minimiza¢do ||AM — B||r

)
sujeitoa  MTM =1,
onde || - || representa a norma de Frobenius e as matrizes A e B sdo dadas por:
\/051&? \/0415’?
o T o
V 2X Va2y
a= V0L BN (12)
Vax! Vaoy T

Como mencionado anteriormente, a Equacdo (11) possui solugio conhecida, fazendo A7 B =
UDVT, onde UDVT corresponde 4 decomposiciio em valores singulares (do inglés, SVD)
de AT B, temos que M = UV'T. Agora é possivel calcular fy,, a qual retorna y;,

fx,(x)=(x—%X )M +y'. (13)

Os mapeamentos locais para cada instdncia tornam a LAMP uma técnica eficiente
e eficaz. Respostas mais rdpidas e a possibilidade de modifica¢des locais de mapeamento
permitem que a técnica seja utilizada em varias aplicacdes [30].

Para tratar espagos de alta dimensio esparsos, como aqueles que representam os con-
juntos de colegdes de documentos, € apresentada a técnica chamada Local Convex Hull
(LoCH) [20]. Nesses espacos as instdncias de dados s@o organizadas em manifolds locais,
com a maioria das instancias sendo dissimilares entre si [39].
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A técnica LoCH pode ser dividida em trés passos principais: primeiro, para cada
instancia encontra-se os seus k vizinhos mais préximos; em seguida, instancias representati-
vas sdo escolhidas como amostras e projetadas no plano; por fim, as instincias restantes sdo
interpoladas considerando as amostras e um processo iterativo € executado para posicionar as
instancias o mais préximo possivel de seus vizinhos mais préximos.

Para encontrar os vizinhos mais proximos, os autores aplicam uma estratégia simples
baseada em agrupamento. Para a amostra de instincias representativas, a técnica aproveita os
meddides do passo anterior. De posse das amostras, as mesmas sdo posicionadas no plano uti-
lizando uma técnica global que preserva o maximo possivel dos relacionamentos de distincias
definidos no espago original.

O tltimo passo ¢ a principal contribui¢do apresentada pela LoCH, a aproximacdo do
fecho convexo. Seja N; = {x;,, Xiy, .- -, Xiy, } alista contendo os k; vizinhos mais préximos
de x;. Qualquer posi¢do dentro do fecho convexo no espago p-dimensional composto pelas
instancias de N, pode ser obtido por meio da equacio

Yi= Y ajy; (14)
x;EN;
coma; >0e) o =1

Considerando todas as possiveis posicdes dentro do fecho convexo, a técnica busca
encontrar aquela que preserva no espaco transformado os relacionamentos de distancia en-
tre x; e seus vizinhos mais préximos N;. Assim, «; € definido como sendo inversamente
proporcional as distancias no espago original

-1

a; = | 0(xi,%x;) - Z 1/6(xq,xx) as)

xkEN;
sempre que 0(x;,xx) = 0,¥; = Yk.

A técnica move cada ponto y; em dire¢do a y;. Como ndo é possivel garantir que
todas as instancias residem no fecho convexo de seus vizinhos mais préximos, nao é possivel
afirmar que y; é igual a y;. Em vez disso, y; € movido em dire¢o a posi¢do y; que reside na
direcdo do vetor de y; até a posicdo atual de x;. Seja V esse vetor, ¥ é calculado por

Yi=Yitv ki (16)
onde +; € definida para preservar o maximo possivel a distancia original entre x; e as instan-

cias em ;. Seja ﬁj o vetor de y; para um ponto y; que representa a instincia x; € N; e 7;
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a magnitude da projegdo de ﬁj em V, com T = V/I¥) - ﬁj. O valor de ~; que melhor
preserva a distancia 6(x;, x; ), considerando todas as instancias em [V;, y; € calculada por

v 3 (7 oo 47— I 1P). (17)

X;EN;

Utilizando essas equagdes a técnica LoCH move iterativamente cada ponto y; em
dire¢do a y; até que nenhum movimento seja possivel ou até que um nimero maximo de
iteragdes seja atingido. Entdo, a posi¢do y! de x; na t-ésima iteragdo € atualizada por

yi= - w(ly: ™ +wiDF (18)

com w; (t) variando em [0, 1], definindo a liberdade de movimento de y; na iteragdo ¢. Valores
maiores de w; (t) fazem y; mover mais.

Os resultados mostram que a técnica LoCH € capaz de separar grupos de instincias
similares embutidos em espagos esparsos de alta dimensionalidade, definindo bem as bordas
entre eles.

Diferentemente das técnicas anteriores, a NeRV [70] utiliza modelos probabilisticos
para encontrar o mapeamento no espaco de baixa dimensdo. Para isso, os conceitos de pre-
cis@o e revocagdo sdo trazidos para o contexto de projecdes multidimensionais. Assim como
no caso de recuperacao de informagdes, estamos interessados em avaliar o quao bom € um
mapeamento em obter resultados relevantes para uma certa consulta utilizando a precisao e a
revocagdo obtidas. A técnica NeRV tem por objetivo maximizar um equilibrio entre as duas
medidas. Este equilibrio é definido pelo usuario, que indica o custo relativo entre essas.

Considerando que um usudrio inspeciona um mapeamento e procura por vizinhos das
instancias, uma consulta pode ser vista como a escolha de uma instancia ¢ e a observacdo de
instancias vizinhas a esta. Dessa forma, a probabilidade de uma instancia j ser vizinha de ¢
no mapeamento € definida como

P . 2
exp (7||yzagyj|| )

i

v 12\’
Zk# exp <_|‘Yza§’k“ )

onde os valores o; controlam indiretamente o tamanho das vizinhangas em &X. De forma
analoga, define-se a probabilidade de uma instancia j ser vizinha de uma instancia ¢ no espago
multidimensional como

9510 = (19)

2
exp (—76(";;”) )
) 2 °
Zk#i eXP( 5(";;‘1“) )

Djli = (20)
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Em [70], sugere-se ajustar o valor de cada o; de forma que a distribui¢do de probabi-
lidades de ¢ tenha entropia igual a log k, com k definido previamente. Isso faz com que k se
torne, de certa forma, um limitante superior para o nimero de instancias nas vizinhancas.

Com as distribui¢des de probabilidades definidas, precisdo e revocagdo podem ser
encontradas em termos destas. Por meio da divergéncia de Kullback-Leibler [37], dada por

b
p\zaqh ijhlog J‘Z (21)
J#i Gjli’

pode-se demonstrar que, para uma consulta i, D(p.;,q.);) equivale a revocagdo, enquanto
que D(q.;, p.j;) equivale a precisdo [70]. Como néo é possivel maximizar ambas as medidas
simultaneamente, um custo relativo A € utilizado para determinar qual das duas medidas se
torna mais importante na maximiza¢do. Assim, a técnica NeRV consiste em maximizar a
fun¢do de custo

p
C’NeRV = AZ ij\z IOg Jl ( )‘)q]\z il (22)

i g J|Z

Um resultado notavel vindo desta formulagio surge quando consideramos o caso em
que A = 1. Assumindo tal valor na Equagdo (22), obtemos a fun¢@o de custo da técnica
SNE [24]. Consequentemente, ganhe-se a interpretacao de que a SNE maximiza a revocagio
em seus mapeamentos.

Ainda em [70], discute-se a possibilidade de alterar as probabilidades p;|; € q;|; para
probabilidades conjuntas p;; € g;;, respectivamente. As novas probabilidades sdo dadas por

1
Dij = %(piu + pjii)s (23)

oty
! Zkysz(l"'HYk—YlH)_

(24)

com >, ipi; = le , . q; = 1. Asnovas probabilidades, baseadas nas modificacdes
da SNE propostas na técnica t-SNE [69], lidam com dois tipos de problemas presentes na
formulagdo anterior. A primeira, for¢ca que mesmo instancias de X’ que s@o espurias possuam
outras instancias do conjunto como vizinhas. A segunda, uma distribui¢do-t de grau de li-
berdade 1, tem a intencdo de aliviar o problema de aglomeramento, isto €, quando os grupos
de instancias presentes nos dados sdo posicionados, os pontos moderadamente distantes nao
afetam o posicionamento dos outros pontos no mapeamento final.
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A funcdo de custo associada as novas distribui¢cdes € otimizada pela variante da NeRV,
a t-NeRV, e é dada por

Coxerv = A3 > pislog 2+ (1= Nayjlog 71 (25)
i g * *

Analogamente a Equagdo (22), a Equagdo (25) se torna a funcdo de custo da técnica t-
SNE [69] quando temos A = 1, novamente levando a interpretacdo de que a t-SNE maximiza
arevocagdo de pontos de consulta e seus vizinhos, dada a natureza conjunta das distribui¢cdes
de probabilidade.

As técnicas locais buscam preservar as distincias em pequenas vizinhangas, alcancan-
do melhores resultados quando se trata de preservacao das relagdes de vizinhanga estabele-
cidas no espago original. Se o objetivo da andlise for a separacdo de grupos e a defini¢do de
suas fronteiras, as técnicas locais representam a melhor escolha, principalmente para conjun-
tos de dados de alta dimensionalidade [20]. No entanto, a maioria das técnicas locais possui
como caracteristica a tendéncia de formar aglomerados compactos, quando a distribui¢cdo das
distancias define grupos bem distintos nos dados. Isso pode dificultar a exploragdo visual,
devido a grande sobreposi¢do das instancias no espago visual.

3 Aplicacoes

Nessa secdo diferentes aplicacdes de projecdes multidimensionais sdo apresentadas,
comegando com andlise de colecdes de documentos, passando pela exploragdo de coleg¢des
de musicas, pela anélise de dados de sensores e biosensores e terminando com a exploragao
de espacos de caracteristicas.

3.1 Visualizacao de Colecao de Documentos

Uma das aplicagdes que tem despertado interesse da comunidade cientifica € a explo-
racdo visual de cole¢des de documentos. O emprego de projecdes multidimensionais pode
ser bastante efetivo nesse processo, resultando no que € conhecido como “mapa de documen-
tos” [48]. Mapas podem suportar uma variedade de tarefas exploratdrias, conectando usudrios
com seus respectivos mapas cognitivos do espaco de informacao visual [12] enquanto evitam
algumas das complexidades inerentes ao espaco de informacdo subjacente. Assim, eles fa-
cilitam o acesso a cole¢des complexas de documentos e melhoram a efetividade de resolver
problemas reais de tarefas de gerenciamento de conhecimento [7].

Entre as abordagens mais conhecidas para a criacdo de mapas de documentos baseadas
em projecdes multidimensionais podemos destacar:
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e 0s Mapas Cartogrdficos de Skupin [64], cuja maior qualidade esta no fato de usar uma
metéafora familiar a maioria dos usudrios: os mapas geograficos;

e a técnica proposta por Wise [71], conhecida como Galaxies, que emprega uma ““‘abor-
dagem ecoldgica” para a visualizagdo de texto, a qual utiliza visualizacdes andlogas
ao céu noturno e modelos de terreno cuja interpretacdo € facilitada pela capacidade
inerente em nosso cérebro como um resultado de nossa heranga bioldgica.

Elas sfio incorporadas aos sistemas IN-SPIRE™ [55] e Infosky [3], respectivamente.

Um exemplo de visualizag@o de colecdo de documentos é apresentado na Figura 1. O
mapa de documentos foi gerado utilizando a técnica LSP para uma base formada por 2.684
noticias coletadas por meio de feeds RSS da Associated Press, CNN, BBC e Reuters durante
dois dias de abril de 2006. Os grupos formados nas extremidades sdo compostos por noticias
com 0 mesmo assunto, como, por exemplo, gripe avidria e leis de imigrag¢do, entre outros
assuntos que foram bastante comentados durante o periodo de coleta. As noticias que ficaram
posicionadas no centro do mapa correspondem a noticias que receberam menos destaque da
midia durante 0 mesmo periodo.

A exploracdo de similaridades em vizinhancas permite aos usudrios realizar tare-
fas interessantes como a busca por topicos de interesse, busca por documentos similares,
observagdo da estrutura principal da cole¢do de documentos e observacdo da freqiiéncia de
certos topicos. Nesse sentido, as técnicas de proje¢do multidimensional se mostram bastante
uteis.

3.2 Visualizacao de Colecoes de Muisicas

Outra aplicacdo interessante de técnicas de projecdo multidimensional € a criacdo de
mapas visuais que permitem a andlise exploratdria de colecdes de misicas [45]. Entre algu-
mas das possibilidades introduzidas por meio da andlise utilizando mapas visuais, uma que
pode ser considerada bastante 1til € a cria¢do de playlists, ou listas de musicas.

Nessa aplicacdo, o usudrio comega selecionando algumas musicas de uma lista que
contém o nome dos artistas e o titulo da musica. O sistema utiliza as musicas selecionadas
como amostras juntamente com outras que sdo selecionadas automaticamente e sdo muito
diferentes das selecionadas pelo usudrio. De posse das amostras, o sistema projeta algumas
instancias (Figura 2(a)) e permite que o usudrio as manipule para formar as separacdes dese-
jadas (Figura 2(b)). Por fim, o conjunto inteiro de musicas € projetado e as playlists podem
ser criadas (Figura 2(c)). Esse processo € ilustrado pela Figura 2.

A utilizag@o de técnicas de proje¢dao multidimensional para a andlise interativa de con-
juntos de dados multidimensionais torna possivel aplicacdes que dependem de intervencgdes
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Figura 1. Mapa de documentos para uma base de noticias coletadas da Internet durante dois
dias de abril de 2006.

do usudrio, como, por exemplo, na organizag¢do de arquivos pessoais. Essas técnicas permi-
tem flexibilidade, a0 mesmo tempo que garantem efetividade da tarefa de anélise exploratéria.

3.3 Visualizacao de Dados Provenientes de Sensores e Biossensores

Um sensor ou biossensor € um dispositivo analitico que tem por objetivo distinguir
diferentes substancias e suas concentragdes [40]. De forma mais especifica, um determi-
nado bio-elemento reconhece um analito? especifico e o elemento sensorial traduz suas ca-
racteristicas em sinais elétricos [57].

Um exemplo de biossensor existente sdo as linguas eletronicas [57]. Esse tipo de
sensor tem sido empregado para andlise de diferentes substincias que envolvem, por exemplo,
a distingdo de diferentes vinhos tintos [44], sucos de fruta, amostras de cerveja e cha [35],
café, leite e derivados, além de deteccdo de tracos de impurezas ou poluentes em dgua [57].

3 Analito é o componente que é alvo da anilise.
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Figura 2. Processo geral do gerador de playlists. (Extraido de Paulovich et al
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Embora sensores e biossensores sejam ferramentas bastante difundidas, a interpreta-
¢do dos dados gerados ndo ¢é trivial devido as caracteristicas nanométricas do seu processo
de fabricacdo. E nesse cendrio que as técnicas de projecdo sdo empregadas, ajudando os
especialistas no processo de exploracdo dos dados. Aoki et al. [5] definem um processo
que combina projecdes multidimensionais com Coordenadas Paralelas [29] para comparar
diferentes métodos de construcio de biosensores. A Figura 3 ilustra o processo adotado.
As unidades de sensoriamento, ou seja, os sensores e biossensores, coletam os dados. Em
seguida, esses dados passam por algum processamento, gerando dados derivados, com, por
exemplo, capacitancia. Por fim, técnicas de visualizagdo sdo empregadas como suporte ao
entendimento desses dados.

sensing units

(e-tongue) Information visualization

buffer
® 104

sitg s
1=
® son

(DODAB/DPPG)5/DODAB/Tyr

Figura 3. Ilustracdo do processo de andlise de dados provenientes de biossensores.
(Extraido de Aoki et al. 2013 [5])

A Figura 4(a) apresenta uma projecdo utilizando a técnica Sammon’s Mapping sobre
dados obtidos a partir de diferentes unidades de sensoriamento. Circulos de mesma cor re-
presentam biossensores com processos de construgio similares. E possivel observar que os
biossensores representados pelos circulos vermelho, ciano e verde, apresentaram uma boa
separagdo entre as diferentes concentra¢des da substancia em andlise. Por outro lado, os sen-
sores representados pelos circulos azuis, ndo apresentaram uma boa distin¢cao. Na Figura 4(b)
foi utilizada a técnica de coordenadas paralelas. Os segmentos de reta que interceptam os
eixos correspondem aos elementos do conjunto de dados. E possivel observar que nas bai-
xas freqiiéncias (eixos mais a esquerda) a separagdo entre diferentes concentracdes é melhor
identificada.

O uso de técnicas de visualizacao de informagdes na andlise de dados provenientes
de sensores e biossensores pode levar a resultados significantes e sem precedentes, como 0s
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Figura 4. Projecao multidimensional utilizando a técnica Sammon’s Mapping sobre dados
de impedancia obtidos de diferentes unidades sensoriais, em (a), e Coordenadas paralelas
dos dados de sensores e biossensores, em (b). (Extraido de Aoki et al. 2013 [5])

apresentados em [46].

3.4 Visualizacao de Espacos de Caracteristicas

Definir um conjunto de caracteristicas que representam um conjunto de dados de
forma adequada ndo é uma tarefa facil. A maioria das técnicas disponiveis sdo baseadas
em medidas estatisticas ou utilizam abordagens de inteligéncia artificial e funcionam como
“caixas pretas” para 0s usudrios.

A utilizag@o de representacdes visuais permite aos usudrios ter uma visdo do signifi-
cado e da representatividade de caracteristicas computadas a partir de diferentes algoritmos
e conjuntos de pardmetros. A medida que a manipulacio dos conjuntos de caracteristicas e
mudangas de parametros melhora a representag@o visual do espaco de caracteristica, também
promove a obtencdo de uma melhor acurdcia da tarefa de classificacdo das caracteristicas
computadas.

Projecdes multidimensionais podem ser bastante uteis como ferramenta de suporte
para a decisdo de quais caracteristicas devem ser utilizadas. Por exemplo, um usudrio pode
comparar diferentes projecdes geradas a partir de diferentes conjuntos de caracteristicas e
escolher qual conjunto define a proje¢do que mais se aproxima do esperado pelo usudrio, ou
mesmo variar parametros do processo de extragdo de caracteristicas e observar o que acontece
na projecao em termos das relagdes de similaridade definidas entre as imagens.

De fato, a representagdo visual pode ser utilizada como um guia para o entendimento
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do comportamento das caracteristicas no que tange o agrupamento de instancias similares
e separacdo das dissimilares. Contudo, cabe ressaltar que a visualizagdo ndo deveria ser
entendida como uma abordagem para escolher os melhores conjuntos de caracteristicas para
uma tarefa subjacente, como classificacdo, mas sim como ferramental para apoiar um melhor
entendimento das possibilidades de escolha.

4 Ferramentas

Uma das ferramentas pioneiras para anélise de dados baseada em proje¢des multidi-
mensionais € conhecida como Projection Explorer (PEX) [49]. A Figura 5 mostra uma visao
geral da janela principal da PEx. E possivel fornecer a ferramenta diferentes tipos de en-
trada de dados: (1) colegdes de documentos; (2) vetores multidimensionais e; (3) matrizes
de distancia. De forma geral, as cole¢des de documentos sdo convertidas em vetores multi-
dimensionais, que sdo usados para os cdlculos de distancias, necessdrias para a criagdo das
projecdes. A PEx implementa internamente diferentes técnicas de projecdo, permitindo que
diferentes andlises sejam executadas.

Projection Explorer (PEX) -] |

Ell B e

o] [~ [®]= = =] =] 8] [

| [o®

Figura 5. Janela principal da ferramenta PEx.

O usudrio pode interagir com a representacdo gréfica criada e iniciar a explorac¢do dos
dados. Diferentes mecanismos sdo implementados, em especial elementos desenvolvidos
para a exploragdo de cole¢des de documentos, acelerando significativamente o processo de
extracdo de conhecimento de cole¢des contendo centenas ou milhares de documentos.

Para andlises mais especificas, outras ferramentas foram derivadas da PEx. A PEx-
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WEB [50] busca melhorar a analise exploratéria de resultados de busca na Internet. Voltada
para a andlise de dados provenientes de sensores e biossensores foi criada a PEx-Sensors [47].
E para a andlise e exploragcdo de colecdes de imagens € possivel utilizar a ferramenta PEx-
Image [19].

Essas ferramentas estdo disponiveis para download*, e sio destinadas a usudrios niio
especialistas. Para usudrios mais avancados, o VisPipeline foi desenvolvido como um arcabougo
de programacao e é explicado a seguir.

4.1 VisPipeline

Escrito em Java, o VisPipeline consiste de uma cole¢do de componentes organizados
em uma biblioteca para facilitar a comunicagdo entre eles. No intuito de ser flexivel e ainda
permitir a rdpida construgdo de visualizagdes, os componentes funcionam como um pipeline,
onde cada elemento é uma fungdo bem definida. Desse modo, cada componente pode ser
visto como uma unidade de processamento que aceita uma entrada e gera uma saida apds sua
execucao.

A flexibilidade atingida por este tipo de abstracdo permite que seja possivel substituir
qualquer componente por outro que possua tipos compativeis de entrada e saida. Por exem-
plo, existem componentes para leitura e escrita de conjuntos de dados em arquivos, técnicas
de agrupamento de dados, projecdo multidimensional e componentes para visualizar certos
tipos de dados, como scatterplots.

Adicionar novas funcionalidades requer simplesmente a criagdo de um novo compo-
nente para uma tarefa especifica, ou estender um existente que ja realize parte do trabalho.
Do ponto de vista da biblioteca do VisPipeline, um componente é uma classe que implementa
(direta ou indiretamente) a interface AbstractComponent, definida conforme a listagem
abaixo:

public interface AbstractComponent<I extends InputInterface, O extends OutputInterface>
extends Serializable
{
public O execute (I input);
}

O método execute € onde o objeto recebe a entrada e deve produzir a saida. Como
exemplo, a listagem abaixo mostra como seria implementado um componente para somar
dois nimeros inteiros e retornar a soma em sua saida.

public class SumComp
implements AbstractComponent<SumComp.Input, SumComp.Output>
{

public static class Input

4nhttp://vis.icme.usp.br/vicg/software
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implements InputInterface

{

private int a, b;

public Input (@Param(name = "A") int a,
@Param(name = "B") int b) {
this.a = a;
this.b = b;

}

public static class Output
extends Integer
implements OutputInterface
{
public Output (int i) {
super (1) ;
}
}

public Output execute (Input input) {
if (input == null)
throw new IllegalArgumentException ("input is null");
return new Output (input.a + input.b);

}

E importante notar que para definir entradas e saidas, por convengio, componentes
definem classes internas chamadas Input e Output, respectivamente. Implementar tipos
especializados para entradas e saidas, apesar de adicionar complexidade ao c6digo, permite
grande flexibilidade na hora de definir entradas e saidas. Ao mesmo tempo, mantém-se a
ideia de que apenas um objeto € usado como entrada e apenas um objeto é usado como saida
no método execute.

O VisPipeline também oferece, em uma interface grafica especializada, uma forma de
construir, interativamente, pipelines de componentes fazendo as liga¢des entre esses intera-
tivamente. Na Figura 6, podemos ver um pipeline para gerar uma visualizacdo a partir de
uma matriz de distancia utilizando a técnica de projecao MDS e apresentando o resultado em
um Frame apropriado para este tipo de mapa visual. No lado esquerdo da interface grafica
da ferramenta, encontram-se os componentes carregados e prontos para serem utilizados,
apresentados em uma arvore de componentes. No lado direito os componentes selecionados
podem ser posicionados e ligados, unindo a saida de um com a entrada de outro, para formar
o pipeline. Na parte de baixo, um display exibe mensagens de log e € possivel encontrar os
botdes para controlar a execucdo do pipeline.

A ferramenta VisPipeline possibilita a criacdo e execucdo de diferentes cendrios de
analise, permitindo o uso de componentes basicos, que sdo disponibilizados com a ferra-
menta, assim como o desenvolvimento de outros componentes de interesse dos usudrios es-
pecialistas. Sua interface grafica permite uma maior facilidade na constru¢@o dos pipelines
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Figura 6. Interface grafica para a construgio de pipelines do VisPipeline.

de componentes, facilitando as trocas dos elementos, aumentando a intera¢do do usudrio com
o processo de criacdo dos mapas visuais.

5 Conclusoes

Técnicas de visualizagdo computacional permitem extrair informagdes e conhecimento
de grandes volumes de dados, se beneficiando da capacidade visual humana. As dificuldades
associadas a gestdo de dados permeiam diferentes disciplinas e dominios, tanto no cendrio da
pesquisa académica como nos setores de servicos, industrial e agropastoril, e a visualizacio
assume um papel importante nesse contexto.

Atualmente diferentes técnicas de visualizacdo estdo disponiveis, sendo as projecdes
multidimensionais técnicas que veem despertando grande interesse por sua capacidade de
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revelar estruturas de similaridade e vizinhanga em conjuntos multidimensionais. Neste artigo
foi apresentada uma revisdo das técnicas de projecdo multidimensionais e sua aplicagio sobre
diversos tipos de conjuntos de dados. Além de técnicas cldssicas, foram apresentadas novas
técnicas que buscam resolver deficiéncias existentes ou tratar algum tipo de dado que até
entdo ndo era considerado.

Como forma de evidenciar a importancia de uso de técnicas de projecdo, algumas
aplicacdes foram descritas e ilustradas. Entre as mais interessantes pode-se ressaltar a analise
de colecdes de documentos, de conjuntos de dados provenientes de sensores e a visualizagao
de espagos de caracteristicas. Nos trabalhos descrevendo essas aplicacdes € relatado que
as projecdes se mostram eficientes e eficazes em diversas situagdes, ajudando o usudrio a
entender, manipular e explorar os dados.

Também foram introduzidas ferramentas que estao disponiveis e permitem a realizagao
de anélises exploratdrias sobre diversos conjuntos de dados. O destaque é a ferramenta Vis-
Pipeline por ser bastante flexivel e permitir que os usudrios possam desenvolver novos com-
ponentes para gerar novos tipos visualizagdo.

Uma tendéncia da drea € a jungdo de técnicas de andlise visual com técnicas de apren-
dizado de mdaquina. Entre as contribui¢des que a drea de aprendizado de méquina pode
trazer para a visualizagdo de informagdo estdo: descoberta de padrdes desconhecidos entre
atributos, identificacdo de dimensdes ou caracteristicas irrelevantes dos dados, entre outras.
Um exemplo de aplicacdo que pode ser melhorada por meio dessa integracdo € a andlise
de espacos de caracteristicas, tarefa importante em diferentes dominios de aplicacio, desde
analise de imagens médicas até a recuperacdo de informagao por contetido.
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