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Resumo: Um dos aspectos mais importantes em sistemas adaptativos para edu-
cação é a capacidade de prover personalização de acordo com as necessidades espe-
cíficas de cada estudante. Neste contexto, este trabalho apresenta uma abordagem
promissora para detecção e correção automática de estilos de aprendizagem (EA) ba-
seada em cadeias de Markov. A maioria dos trabalhos nesta área apresentam abor-
dagens complexas e ineficientes em algum aspecto. A abordagem apresentada neste
trabalho é baseada na combinação de estilos de aprendizagem (CEA) e na correção
dinâmica das inconsistências no modelo do estudante (ME), levando em consideração
o forte aspecto não-determinístico do processo de aprendizagem. Resultados promis-
sores foram obtidos nos testes realizados com esta abordagem e são discutidos neste
trabalho.

Abstract: One of the most important features of adaptive e-learning systems is
the personalisation according to specific requirements of each individual student. In
this paper, we introduce a promising approach for automatic detection and correction
of student learning styles (LS) based on Markov Chains. Most of the work in this
field presents complex and inefficient approaches. Our approach is based on learning
styles combination (LSC) and dynamic correction of inconsistencies in the student
model (SM), taking into account the non-deterministic aspect of the learning process.
Promising results were obtained from tests, and some of them are discussed in this
paper.

1 Introdução

A maioria dos sistemas de e-learning não consideram as características particulares
dos estudantes e o mesmo conteúdo e estratégia pedagógica são comumente usadas para to-
dos [1] [2] [3]. Porém, um movimento em direção à introdução de adaptatividade [4] [5] [6]
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nestes sistemas pode ser observado nos últimos anos, com o objetivo de personalizar o pro-
cesso de aprendizagem [7]. Ou seja, o objetivo é proporcionar mecanismos personalizados
para que o estudante possa selecionar caminhos dentro dos mecanismos gerais disponibili-
zados pelo professor ou professor-tutor em ambientes informatizados para facilitação da sua
aprendizagem. Nesta perspectiva, as principais características do estudante consideradas no
processo de personalização são os objetivos de aprendizagem [8], o nível de conhecimento
[9], os interesses [10], as preferências [11], os estereótipos [5], as preferências cognitivas [12]
e os estilos de aprendizagem (EA)[13]. Porém, contrariando esta linha, sistemas amplamente
conhecidos e utilizados, como Blackboard [14], WebCT [2] e Moodle [1] não oferecem ne-
nhum nível de personalização.

Especificamente, estilos de aprendizagem [13] e seus efeitos no processo de apren-
dizagem são cuidadosamente examinados em [15]. Os estilos de aprendizagem e as corres-
pondentes estratégias instrucionais têm sido intensamente estudadas no ambiente de ensino
tradicional (presencial). Pesquisadores da área sugerem que relacionar estilos de aprendiza-
gem dos estudantes com ações instrucionais apropriadas é um fator importante ao estímulo
da aprendizagem, conforme alerta Coffield et al [15]. Um grande número de estudos atestam
que a aprendizagem pelo estudante é facilitada se os métodos de ensino utilizados estiverem
de acordo com os seus estilos de aprendizagem [16] [17] [18] [7] [13] [15] [19] [20] [21] [22]
[23] [24] [25] [26]. Porém, Cristea e Stash [27] asseveram que ainda é baixa a quantidade
de pesquisas envolvendo a aplicação de estilos de aprendizagem no novo espaço educacional
introduzido pela web.

Isto posto, este trabalho propõe a utilização de Cadeias de Markov [28] na definição
de um modelo probabilístico baseado na combinação de estilos de aprendizagem (CEA) [29]
para detecção e correção automática das preferências do estudante. Esta proposta é contrária
aos tradicionais processos determinísticos comumente implementados, e vem a possibilitar
que sistemas adaptativos para educação existentes possam, de forma eficiente, automatica-
mente detectar os estilos de aprendizagem dos estudantes com alto índice de precisão. Em
face do exposto, é preciso lembrar que a eficiência obtida por esta abordagem se deve em
grande parte ao fato desta ser baseada em um processo estocástico, que se caracteriza princi-
palmente pela representação da variabilidade e das incertezas inerentes ao processo de apren-
dizagem de cada estudante.

Considerando este aspecto, este trabalho propõe uma abordagem eficiente na detecção
automática de estilos de aprendizagem, que apresenta resultados com alto nível de precisão
(como apresentado na seção 5) e baixo custo computacional, principalmente se comparada
a outras abordagens analisadas que utilizam regras complexas e técnicas de aprendizagem
de máquina, apresentadas na seção 2. Em consonância com Coffield et al [15] e conforme
pode ser observado nos resultados apresentados na seção 5, quando o modelo do estudante
(ME) [30] está correto em relação aos EA’s, o ganho de desempenho pelo estudante é notório
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(conforme discutido na seção 5).

Esta abordagem foi testada utilizando-se técnicas de simulação computacional [31],
que permitiu observar nitidamente o comportamento do modelo em diferentes contextos e
situações. Em todos os testes ministrados obteve-se resultados promissores, que nos inspiram
a implementar e utilizar este modelo em LMS’s (Learning Management System) existentes.

As demais seções que compõem este artigo são descritas a seguir. A seção 2 analisa
alguns dos principais trabalhos relacionados ao presente trabalho. A seção 3 apresenta de
forma concisa e sucinta as teorias essenciais a este trabalho. A seção 4 descreve a abordagem
proposta, assim como os principais detalhes de sua implementação. A seção 5 apresenta a
experimentação da abordagem proposta e analisa os resultados obtidos em uma diversidade
de testes realizados. Finalmente, a seção 6 traça algumas conclusões e discute os trabalhos
futuros.

2 Trabalhos Relacionados

Sistemas tais como AHA! [32], KOD [33], LSAS [22], TANGOW [34], ARTHUR
[35], CS388 [36], MAS-PLANG [37], INSPIRE [38], LS-Plan [39], Manic [40], dentre
outros, tem o foco principal no fornecimento de uma experiência de aprendizagem que
atenda aos estilos de aprendizagem dos estudantes. Para isto, utilizam questionários de auto-
avaliação, tal como o Index of Learning Styles Questionaire (ILS) [41], através dos quais
inferem os estilos de aprendizagem dos estudantes, sem nenhum nível de automatização.

Em contrapartida, diversas abordagens para detecção automática de estilos de apren-
dizagem tem sido propostas, como pode-se observar em [13] [42] [43]. Em geral, estas
abordagens utilizam sistemas de inferência determinísticos baseados em padrões comporta-
mentais do estudante, tentando detectar seus estilos de aprendizagem através de suas ações
no sistema. Uma crítica a estas abordagens é a dificuldade em se construir regras capazes de
inferir eficientemente os EA’s a partir das ações do estudante. Além disto, em muitos siste-
mas, tal como o AHA! [32], estas regras precisam ser definidas pelo tutor humano, o que sem
dúvida cria um grande empecilho quanto à utilização deste tipo de abordagem.

Abordagens mais complexas podem ser observadas em [44] [45] [46] [47] [48] [49].
Estas abordagens utilizam técnicas de aprendizagem de máquina, especificamente através de
Redes Bayesianas ou Redes Neurais. Uma crítica a estas abordagens é sua alta complexidade
de implementação e grande consumo de recursos computacionais, de forma que a presença
simultânea de vários estudantes pode comprometer, ou mesmo inviabilizar seu uso.

Neste contexto, acredita-se que a abordagem estocástica apresentada neste trabalho é
mais eficiente por diversas razões, dentre elas:
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• levar em consideração que vários fatores influenciam no desempenho do estudante e
não apenas os seus estilos de aprendizagem. Alguns destes fatores são delineados em
[4] [5] [6] [7] [8] [9] [10] [11] [12], dificultando inferências determinísticas;

• abarcar o fato de que não se pode ter certeza de em que grau cada estilo de aprendiza-
gem influencia no desempenho de um estudante, e se influencia da mesma forma em
todos os estudantes [50];

• considerar que não se sabe como as preferências por estilos de aprendizagem de um
estudante podem mudar ao longo do tempo e se esta mudança estará associada a outros
fatores, como o domínio sendo estudado [51];

• levar em consideração que é impossível saber o quão correto é o resultado obtido em
um questionário de auto-avaliação, e um sistema que use um processo de adaptação
determinístico tende a levar mais tempo na detecção de inconsistências, já que não
analisa o desempenho do estudante frente a outras combinações de estilos de aprendi-
zagem que não aquela previamente obtida pelo questionário, o que dificulta a correção
das preferências do estudante;

• considerar que não apenas a evolução das preferências por estilos de aprendizagem,
mas vários outros aspectos do modelo do estudante, tal como o grau de conhecimento
do domínio, evoluem de maneira não-determinística, reforçando a natureza estocástica
do processo de aprendizagem;

• eliminar a necessidade de descobrir padrões de comportamento dos estudantes, como
em [45], considerando que a obtenção de tais padrões é difícil e pode conter alto grau
de incerteza;

• como consequência do item anterior, ser independente de LMS, por não depender ex-
plicitamente do acoplamento existentes entre os estilos de aprendizagem e as ações
do estudante em um sistema específico como ocorre nas abordagens tradicionais, por
exemplo, aquelas apresentadas em [45][13];

• por submeter o estudante a uma diversidade de CEA’s, possibilitar-lhe evoluir seus
estilos de aprendizagem, para que este possa se tornar melhor preparado para uma
diversidade maior de circunstâncias, conforme defende Messick [52];

• levar em consideração a natureza dinâmica dos estilos de aprendizagem do estudante,
cujas preferências podem mudar quando o conteúdo varia [44], evoluir naturalmente
ao longo do processo de aprendizagem [52] ou por outras razões desconhecidas [43];

• eliminar a necessidade de se utilizar técnicas complexas de aprendizagem de máquina,
que são difíceis de serem implementadas e demandam elevado poder computacional,
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além de serem suscetíveis a complicações, conforme muito bem expõe Castilho et al
[43];

A próxima seção apresenta as teorias e conceitos fundamentais relativos à abordagem
apresentada neste trabalho.

3 Referencial Teórico

3.1 Taxonomia de Bloom

A Taxonomia de Bloom [53] [54] [55] [56] descreve objetivos educacionais como uma
formulação explícita das mudanças que ocorrem nos estudantes mediante processos educaci-
onais, através de um sistema de classificação de objetivos de aprendizagem e do desenvolvi-
mento de capacidades e habilidades intelectuais. Além disto, permite expressar qualitativa-
mente o nível de conhecimento do estudante em determinado conceito do domínio de forma
qualitativa. É uma ferramenta de ensino e medição de conhecimento, que possui seis níveis:
conhecimento, compreensão, aplicação, análise, síntese e avaliação. Algumas aplicações prá-
ticas desta taxonomia em sistemas educacionais são apresentadas por [57] e [58]. Algumas
vantagens da utilização da Taxonomia de Bloom na modelagem do estudante, de acordo com
[53] [54] [55] [56], são:

• cada nível da taxonomia fornece ações instrucionais apropriadas, o que permite a cons-
trução de sistemas adaptativos para educação que levem em consideração o nível cog-
nitivo do estudante, considerando que os objetos de aprendizagem [59] usados sejam
classificados de acordo com esta taxonomia;

• os níveis da taxonomia apresentam uma estrutura hierárquica, sendo organizados de
acordo com o incremento da complexidade em cada nível, o que permite a definição
clara de objetivos de aprendizagem no modelo do estudante;

• os níveis apresentam uma estrutura cumulativa onde um nível superior utiliza capaci-
dades que foram adquiridas em um nível inferior, ou seja, o domínio de um nível é
pré-requisito para adentrar o próximo, o que torna esta taxonomia uma excelente es-
tratégia para medição de conhecimento e seu devido armazenamento do modelo do
estudante.

Além disto, os objetivos de aprendizagem de cada conceito de um curso podem ser de-
finido pelo tutor. Desta forma, um mesmo curso pode ser oferecido para diferentes públicos-
alvo, adequando-se os objetivos de aprendizagem a cada público.

182 RITA ∙ Volume 18 ∙ Número 2 ∙ 2011



Detecção e Correção Automática de Estilos de Aprendizagem em Sistemas Adaptativos para
Educação

3.2 Estilos de Aprendizagem

Um modelo de estilos de aprendizagem classifica um estudante de acordo com a forma
como este percebe e processa a informação. Muitos modelos de estilos de aprendizagem
foram propostos, como por exemplo Kolb [60], Honey and Mumford [61], Entwistle [62],
Pask [63] e Felder e Silverman (FSLSM) [64]. Cada um destes modelos descrevem diferentes
aspectos de como estudantes preferem aprender.

Dentre os autores que tratam dessa questão destaca-se Coffield et al [15], que exa-
mina detalhadamente 13 dos mais conhecidos e influentes modelos estilos de aprendizagem,
apresentando uma revisão sistemática destes modelos. Graf e Kinshuk [7] são unânimes
ao afirmar que o FSLSM é um dos mais frequentemente utilizados modelos de estilos de
aprendizagem na construção de sistemas adaptativos para educação por uma diversidade de
razões. Em consonância com esta postura, Kuljis e Liu [65] e Carver et al [66] argumentam
que o FSLSM é o modelo mais apropriado para implementação de sistemas adaptativos para
educação.

Neste contexto, Graf e Kinshuk [7] [67] informam que o FSLSM utiliza o conceito
de dimensões e, então, descreve estilos de aprendizagem em mais detalhes, baseado em uma
escala de 4 dimensões. Conforme colocado por Felder e Silverman [64], são elas: ativo-
reflexivo, sensitivo-intuitivo, visual-verbal, sequencial-global. Além disto, de acordo com
Kinshuk et al [18] o FSLSM combina a maioria dos modelos de estilos de aprendizagem tais
como o modelo de Kolb [60], Pask [63] e o indicador de Myers-Briggs [68].

De acordo com Felder e Silverman [64], estudantes ativos aprendem com maior fa-
cilidade tentando resolver um problema prático e preferem trabalhar em grupo, enquanto
estudantes reflexivos preferem pensar sobre o problema e como resolvê-lo antes de tentar, e
preferem trabalhar individualmente. Estudantes sensitivos preferem aprender através de ma-
terial concreto, tal como exemplos, tendem a ser mais práticos e cuidadosos com detalhes,
enquanto que estudantes intuitivos preferem material abstrato, tal como teorias e conceitos,
e gostam de desafios, tendendo a ser mais inovativos do que estudantes sensitivos. Estudan-
tes visuais se lembram melhor do que tenham visto, enquanto estudantes verbais preferem
palavras, independentemente de serem escritas ou faladas. Finalmente, estudantes sequenci-
ais aprendem em passos lineares, preferem seguir caminhos lineares pré-definidos, e serem
guiados pelo processo de aprendizagem. Em contrapartida, estudantes globais aprendem em
saltos largos e preferem mais liberdade no processo de aprendizagem.

Uma característica marcante do FSLSM, e fundamental para este trabalho, é que en-
quanto a maioria dos modelos classificam estudantes em tipos, este é baseado na ideia de que
cada estudante possui uma preferência em cada uma das suas quatro dimensões, medida em
valores dentro do intervalo [-11..+11], conforme propõe Felder e Silverman [64]. Ao se uti-
lizar escalas ao invés de tipos, os pesos das preferências podem ser descritos, possibilitando
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distinguir-se entre preferências fortes, moderadas e leves, conforme atesta [18].

Outra característica fundamental do FSLSM para este trabalho é que ele considera
estilos de aprendizagem como tendências, ou seja, estudantes possuem uma tendência por
um estilo de aprendizagem, mas podem, conforme alega Kinshuk et al [18], agir diferente em
situações particulares, ou seja, de forma não-determinística. Ainda, Kinshuk et al [18] expõe
que ao incorporar o conceito de tendências, a descrição dos estilos de aprendizagem considera
exceções e situações extraordinárias, evidenciando mais uma vez o não-determinismo do
comportamento e desempenho do estudante, que passa a ser visto como probabilístico ao
invés de determinístico, cujas probabilidades são dadas pelos pesos das preferências em cada
uma das quatro dimensões do FSLSM, dentre outras variáveis.

3.3 Processos Estocásticos e Cadeias de Markov

Pode-se definir um processo estocástico como uma coleção de variáveis probabilís-
ticas que descrevem o processo executado por um sistema em um período de tempo. Em
termos formais, uma variável randômica X(t) representa o estado do sistema no tempo t [28]
[69]. Ou seja, é um fenômeno que varia em algum grau de forma imprevisível, à medida que
o tempo passa.

A imprevisibilidade, neste caso, significa que ao se observar sequências inteiras do
processo em diversas ocasiões diferentes, mas sob condições idênticas, as sequências re-
sultantes da execução do processo são, em geral, diferentes. Desta forma, a probabilidade
aparece, mas não no sentido de que cada resultado de uma experiência aleatória determine
um valor único. Ao invés disto, o resultado do processo estocástico é uma sequência ou série
de valores, uma função, e não apenas um valor único.

Chama-se cadeias de Markov [69] um processo estocástico com as seguintes proprie-
dades:

• Cada resultado pertence a um conjunto finito de estados (𝑎1, 𝑎2, 𝑎3, ...., 𝑎𝑛), chamado
espaço de estados do sistema. Se o estado resultante da n-ésima tentativa é a𝑖, então, o
sistema se encontra no estado a𝑖 no instante n.

• O resultado de um ensaio depende apenas do resultado do ensaio imediatamente an-
terior. Desta forma, a cada par de estados ( a𝑖, a𝑗 ) está associada a probabilidade
𝑃𝑋𝑛/𝑋𝑛−1

de ocorrer 𝑎𝑖 no instante n imediatamente após ter ocorrido 𝑎𝑗 no instante
n-1.

Os valores atribuídos a 𝑃𝑋𝑛/𝑋𝑛−1
correspondem à probabilidade de transição entre

estados e formam uma matriz de transição de estados P. Assim, a cada estado 𝑎𝑖 corresponde
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a i-ésima linha (𝑝𝑖1, 𝑝𝑖2, ..., 𝑝𝑖𝑗) da matriz de transição de estados P. Esta linha representa as
probabilidades de ocorrência de a𝑖 no instante n a partir do estado a𝑗 , ocorrido no instante
anterior, n-1.

4 Desenvolvimento e Detalhes de Implementação

Esta seção apresenta o desenvolvimento da abordagem proposta, considerando inici-
almente o modelo do estudante utilizado e, em seguida, detalhando o processo estocástico de
detecção e correção automática de estilos de aprendizagem.

4.1 Modelo do Estudante

O modelo do estudante (ME) é utilizado para avaliar o nível de conhecimento do es-
tudante e para que se possa fazer inferências a respeito de suas características, concepções e
estratégias de raciocínio empregadas para atingir o nível de conhecimento atual [30]. Além
disto, o ME permite mudar vários aspectos do sistema, em resposta a características especí-
ficas do estudante [70]. Estas características representam o conhecimento e as preferências
que o sistema assume que o estudante possui.

O ME [70] utilizado neste trabalho é baseado na integração da Taxonomia de Bloom
para níveis cognitivos com o FSLSM para estilos de aprendizagem, conforme ilustra a Tabela
1. Desta maneira, o ME definido nesta abordagem considera de forma eficiente estilos de
aprendizagem, objetivos de aprendizagem e nível de conhecimento do estudante.

Tabela 1: Modelo Estudante

Estilos de Aprendizagem
Processamento Percepção Entrada Organização

Ativo Reflexivo Sensitivo Intuitivo Visual Verbal Sequencial Global
35,0 65,0 17,0 83,0 89,0 11,0 84,0 16,0

Estado Cognitivo e Objetivos de Aprendizagem
𝐸𝐶 = {⟨𝐶1, 𝐼𝑁𝐷⟩ . . . ⟨𝐶80, 𝐼𝑁𝐷⟩}

𝑂𝐴 = {⟨𝐶1, 5⟩ . . . ⟨𝐶80, 5⟩}

Conforme observa-se na Tabela 1, considera-se os estilos de aprendizagem de acordo
com o FSLSM em suas 4 dimensões e o nível de conhecimento do estudante e objetivos de
aprendizagem de acordo com a Taxonomia de Bloom. A abordagem utilizada na modelagem
do estudante é a de sobreposição, de forma que o modelo do estudante é visto como um
subconjunto da base de conhecimento do sistema [71]. Esta abordagem se mostrou aderente
ao tipo de solução proposta neste trabalho para o problema da detecção automática de estilos
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de aprendizagem devido à sua objetividade e transparência na representação do conhecimento
do estudante, e desta forma mostrando eficiência e facilidade de implementação. De qualquer
forma, o uso de outras abordagens na modelagem do estudante não resulta em problema
algum para a solução proposta neste trabalho, podendo esta ser implantada em LMS’s que
utilizam outras abordagens.

A preferência por cada estilo de aprendizagem é armazenada no ME como um valor
real dentro do intervalo [0..100] ao invés de valores inteiros no intervalo [-11..+11]. Além
disto, o resultado da soma dos valores das preferências dentro de uma dimensão é necessaria-
mente 100. Esta conversão foi necessária para que fosse possível a implementação do modelo
de adaptação estocástico através de cadeias de Markov no que tange à construção das matri-
zes de transição de estados, conforme exposto na próxima subseção. Vale ressaltar que esta é
apenas uma mudança de escala e não tem impacto algum no funcionamento do FSLSM.

4.2 Detecção e Correção Automática dos Estilos de Aprendizagem

De acordo com [29], uma CEA (combinação de estilos de aprendizagem) é uma tupla
formada por 4 estilos de aprendizagem, cada um pertencente a uma dimensão do FSLSM.
Desta forma, existem 16 (24) possíveis CEA’s, conforme apresentado a seguir (considere S =
Sensitivo; I = Intuitivo; Vi = Visual; Ve = Verbal; A = Ativo; R = Reflexivo; Seq = Sequencial;
G = Global):
𝐶𝐸𝐴′𝑠 = {(𝑆,𝑉 𝑖,𝐴,𝑆𝑒𝑞), (𝑆,𝑉 𝑖,𝐴,𝐺), (𝑆,𝑉 𝑖,𝑅,𝑆𝑒𝑞), (𝑆,𝑉 𝑖,𝑅,𝐺), (𝑆,𝑉 𝑒,𝐴,𝑆𝑒𝑞),
(𝑆,𝑉 𝑒,𝐴,𝐺), (𝑆,𝑉 𝑒,𝑅,𝑆𝑒𝑞), (𝑆,𝑉 𝑒,𝑅,𝐺), (𝐼,𝑉 𝑖,𝐴,𝑆𝑒𝑞), (𝐼,𝑉 𝑖,𝐴,𝐺), (𝐼,𝑉 𝑖,𝑅,𝑆𝑒𝑞),
(𝐼,𝑉 𝑖,𝑅,𝐺), (𝐼,𝑉 𝑒,𝐴,𝑆𝑒𝑞), (𝐼,𝑉 𝑒,𝐴,𝐺), (𝐼,𝑉 𝑒,𝑅,𝑆𝑒𝑞), (𝐼,𝑉 𝑒,𝑅,𝐺)}

Isto posto, propõe-se neste trabalho que a cada seção de aprendizagem do curso o es-
tudante seja submetido a um conjunto de objetos de aprendizagem que atendam a uma CEA
específica, gerada estocasticamente de acordo com os valores dos estilos de aprendizagem
armazenados no ME. Ou seja, a CEA é uma combinação de 4 variáveis probabilísticas, defi-
nidas pelas 4 dimensões do FSLSM, e cada variável possui 2 valores possíveis, e cada valor
representa um estilo de aprendizagem, cuja probabilidade é dada pelo grau de preferência
armazenado no ME.

Então, o processo de composição da CEA é modelado através de 4 cadeias de Markov
concorrentes. As cadeias de Markov e respectivas matrizes de transição de estados referentes
ao ME apresentado na Tabela 1 são apresentadas na Figura 1. Cada estado de uma cadeia de
Markov representa um estilo de aprendizagem dentro de uma dimensão do FSLSM. Na sub-
figura 1a, o estado 1 representa o estilo Ativo e 2 representa o estilo Reflexivo. Na subfigura
1b, o estado 1 representa o estilo Sensitivo e 2 representa o estilo Intuitivo. Na subfigura 1c,
o estado 1 representa o estilo Visual e 2 representa o estilo Verbal. Na subfigura 1d, o estado
1 representa o estilo Sequencial e 2 representa o estilo Global. As transições entre os esta-
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dos representam as probabilidades de ocorrência do estilo de aprendizagem na composição
estocástica de uma CEA.

(a) Dimensão Processamento: (1) Ativo (2)
Reflexivo

(b) Dimensão Percepção: (1) Sensitivo (2)
Intuitivo

(c) Dimensão Entrada: (1) Visual (2) Verbal (d) Dimensão Organização: (1) Sequencial
(2) Global

Figura 1: Cadeias de Markov durante o processo de composição de uma CEA para o estudante
representado pela Tabela 1

Note que a cada estado 𝑎𝑖 corresponde a i-ésima linha (𝑝𝑖1, 𝑝𝑖2, ..., 𝑝𝑖𝑗) da matriz de
transição de estados, que representa as probabilidades de ocorrência de a𝑖 (X𝑛) no instante n
a partir do estado a𝑗 no instante n-1. Por exemplo, para a dimensão Processamento, se a CEA
atual é composta pelo estado 1 (Ativo), então, tem-se 35% de probabilidade da próxima CEA
continuar em Ativo, e 65% de probabilidade da nova CEA ser composta por Reflexivo (estado
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2). Se a CEA atual é Reflexivo, então tem-se 65% de probabilidade da nova CEA continuar
composta pelo estilo Reflexivo, e 35% de probabilidade de se tornar Ativo. Estas matrizes
de probabilidade são alteradas constantemente ao longo do processo de ensino-aprendizagem
à medida que o sistema corrige as preferências no ME. Desta forma, este processo é muito
particular a cada estudante, já que cada um possui diferentes preferências armazenadas no
ME. Ou seja, para cada estudante, existem 4 matrizes de transição de estados distintas dadas
por seu ME.

Os valores das preferências armazenadas no ME são modificadas sempre que o sistema
detectar problemas de aprendizagem pelo estudante, ou seja, quando o seu desempenho for
considerado insatisfatório na avaliação de uma seção de aprendizagem. Isto ocorre quando o
desempenho do estudante não atinge um limiar, que pode ser particular a cada LMS, ou até
mesmo a um curso específico dentro de um LSM. Para decidir quais preferências devem ser
alteradas no ME, foi implementado um conjunto de regras de produção, do tipo se...então,
que levam em consideração os estilos de aprendizagem armazenados no ME e a CEA consi-
derada durante a seção de aprendizagem. Estas regras são executadas para cada uma das 4
dimensões do FSLSM sempre que o estudante obtem um desempenho insatisfatório. Se ne-
nhuma regra for satisfeita para determinada dimensão, o ME não é alterado nesta dimensão.
Considerando que cada dimensão do FSLSM possui dois estilos de aprendizagem, tratados
aqui por A e B, implementou-se as seguintes regras:
R1:SE (ME[di]𝐴 ≥ ME[di]𝐵)

⋀︀
(CEA[di] = “A”) ENTÃO

....ME[di]𝐴= ME[di]𝐴-K𝑐

....ME[di]𝐵= ME[di]𝐵+K𝑐

R2:SE (ME[di]𝐵 ≥ ME[di]𝐴)
⋀︀

(CEA[di] = “B”) ENTÃO
....ME[di]𝐵= ME[di]𝐵-K𝑐

....ME[di]𝐴= ME[di]𝐴+K𝑐

R3:SE (ME[di]𝐴 ≥ ME[di]𝐵)
⋀︀

(CEA[di] = “B”) ENTÃO
....ME[di]𝐵= ME[di]𝐵-K𝑐

....ME[di]𝐴= ME[di]𝐴+K𝑐

R4:SE (ME[di]𝐵 ≥ ME[di]𝐴)
⋀︀

(CEA[di] = “A”) ENTÃO
....ME[di]𝐴= ME[di]𝐴-K𝑐

....ME[di]𝐵= ME[di]𝐵+K𝑐

tal que:

• ME[di]𝐴 representa o valor armazenado no ME na dimensão i para o estilo de apren-
dizagem A, com i = 1..4.

• ME[di]𝐵 representa o valor armazenado no ME na dimensão i para o estilo de apren-
dizagem B, com i = 1..4.
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• CEA[di] representa o estilo de aprendizagem que constitui a CEA em relação à dimen-
são i, com i = 1..4.

• K𝑐 é um coeficiente calculado, que leva em consideração o valor da distância entre
os EA’s da dimensão e o desempenho obtido pelo estudante e determina o valor da
correção das preferências no ME.

Esta abordagem para alteração dos EA’s do estudante é inspirada naquelas encontra-
das em sistemas adaptativos como Reinforcement learning [72] e Simulated Annealing [73].
Uma diversidade de aspectos podem envolver a avaliação de desempenho do estudante, tais
como quantidade de acertos, tempo de resposta, tempo despendido em uma página, número
de retrocessos da barra de rolagem, quantidade de acessos a ferramentas de comunicação e
trabalho em grupo, dentre outros [74] [75]. A construção de um modelo que leve em conside-
ração todos estes aspectos e que permita ao sistema fazer inferências, com segurança, sobre
os problemas de aprendizagem do estudante é uma questão complexa, e diversas abordagens
têm sido propostas com este intuito, a exemplo de [74] [75].

Desta forma, com o intuito de se testar o modelo proposto neste trabalho isolando
toda esta complexidade, desenvolveu-se uma função que permitisse simular o desempenho
do estudante. Com este intuito, foi construído um modelo probabilístico, expresso por um
conjunto de distribuições de probabilidade que levam em consideração alguns parâmetros,
definidos com base em estudos na literatura disponível sobre o impacto de estilos de aprendi-
zagem no desempenho do estudante, conforme discute [16] [17] [18] [7] [13] [15] [19] [20]
[21] [22] [23] [24] [25] [26]. O detalhamento desta função não é o foco deste trabalho, de-
vendo ser detalhamente descrito em trabalhos futuros. A próxima seção apresenta uma série
de experimentos realizados com o modelo proposto, e os resultados obtidos.

5 Testes e Análise dos Resultados Obtidos

A verificação do modelo proposto consistiu em repetir 20 vezes cada um de uma sé-
rie de testes, considerando-se uma situação diferente em cada um deles. A repetição de um
teste por um certo número de vezes foi importante para que se pudesse observar o compor-
tamento do processo em diversas ocasiões diferentes, mas sob condições idênticas. Com
isto, foi possível notar que as sequências resultantes em um mesmo teste foram diferentes.
Desta forma, observou-se o não-determinismo inerente ao processo de aprendizagem, sendo
este um fenômeno que varia em algum grau, de forma imprevisível, caracterizado por uma
sequência ou série de valores, e não apenas um único valor final. Mas, a similaridade dos
valores finais obtidos (ME corrigido) em cada repetição do processo atesta a convergência do
processo, e permite comprovar a eficiência e eficácia do modelo, e consequentemente validar
a abordagem proposta. Ou seja, este processo possibilitou observar como diferentes estudan-
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tes podem reagir de forma diferente ao mesmo tratamento e como o processo converge em
direção à solução desejada: o ME coerente com a realidade.

Quatro destes testes e os seus resultados são apresentados nesta seção. Em todos eles
foi considerado um conjunto de 30 conceitos a serem aprendidos pelo estudante. Considerou-
se o nível cognitivo inicial do estudante, em todos os conceitos, equivalente ao primeiro nível
da Taxonomia de Bloom. Além disto, considerou-se como objetivos de aprendizagem o nível
máximo de conhecimento em todos os conceitos. A execução de um teste é finalizada quando
o estudante atinge todos os objetivos de aprendizagem especificados no ME para todos os
conceitos.

O processo de teste é iterativo e os níveis cognitivos do estudante em um conceito
são atualizados de acordo com os resultados de seu desempenho a cada iteração do processo.
Como consequência, este nível pode progredir, estagnar ou regredir (necessidade de revisão
em um conceito). Desta forma, quanto maior a dificuldade do estudante em progredir no nível
cognitivo, maior a quantidade de iterações necessárias para que o processo seja finalizado,
devido a estagnações e retrocessos no nível cognitivo.

Em todos os testes apresenta-se gráficos em que o eixo Y mostra o valor das prefe-
rências pertencentes a uma dimensão do FSLSM armazenadas no ME, e o eixo X apresenta
o número de iterações necessárias para finalizar o processo de teste. Isto permite visualizar
claramente o processo de detecção e correção automática dos EA’s armazenados no ME, para
cada uma das dimensões do FSLSM.

Nos testes apresentados a seguir, a 𝐶𝐸𝐴𝑟𝑒𝑎𝑙 representa as preferências reais do estu-
dante, e que efetivamente afetam o resultado de seu desempenho no processo de avaliação.
O peso das preferências (PP) modelam o peso de cada uma das preferências da 𝐶𝐸𝐴𝑟𝑒𝑎𝑙.
Considera-se aqui pesos Forte, Moderado e Leve para cada uma das preferências do estu-
dante, de acordo com [76] [17] [18]. Estes pesos influenciam no resultado do desempenho do
estudante, de modo que contrariar uma preferência forte tende a causar um impacto negativo
maior do que contrariar uma preferência moderada. Por sua vez, contrariar uma preferência
moderada tende a causar um impacto maior do que contrariar uma preferência leve.

5.1 Primeiro Teste

Considera-se neste teste um estudante com ME apresentado na Tabela 2. As preferên-
cias reais do estudante são dadas por:
𝐶𝐸𝐴𝑟𝑒𝑎𝑙 = {𝑅𝑒𝑓𝑙𝑒𝑥𝑖𝑣𝑜, 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑜, 𝑉 𝑖𝑠𝑢𝑎𝑙,𝐺𝑙𝑜𝑏𝑎𝑙}
𝑃𝑃 = {𝐹𝑜𝑟𝑡𝑒, 𝐹𝑜𝑟𝑡𝑒,𝑀𝑜𝑑𝑒𝑟𝑎𝑑𝑎, 𝐿𝑒𝑣𝑒}

Como pode-se observar na Tabela 2, o ME é inconsistente com a 𝐶𝐸𝐴𝑟𝑒𝑎𝑙 nas dimen-
sões Processamento e Percepção. A Figura 2 apresenta graficamente o processo de correção
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Tabela 2: Modelo do Estudante (Primeiro Teste)

Estilos de Aprendizagem
Processamento Percepção Entrada Organização

Ativo Reflexivo Sensitivo Intuitivo Visual Verbal Sequencial Global
70,0 30,0 35,0 65,0 60,0 40,0 45,0 55,0

Estado Cognitivo e Objetivos de Aprendizagem
𝐸𝐶 = {⟨𝐶1, 𝐼𝑁𝐷⟩ . . . ⟨𝐶30, 𝐼𝑁𝐷⟩}

𝑂𝐴 = {⟨𝐶1, 5⟩ . . . ⟨𝐶30, 5⟩}

automática dos EA’s armazenados neste ME em uma das repetições deste teste. Em todas
elas observou-se resultados finais similarmente satisfatórios, resultando em um ME correto
em 100% das vezes.

(a) Processamento (b) Percepção

(c) Entrada (d) Organização

Figura 2: Evolução dos EA’s armazenados no ME durante o primeiro teste

Observa-se na Figura 2 que foi necessário uma quantidade mais elevada de iterações,
se comparado aos próximos testes, o que traduz um desempenho pior do estudante frente a
duas preferências fortes incorretas no ME.
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5.2 Segundo Teste

Considera-se neste teste um estudante com ME apresentado na Tabela 3. As preferên-
cias reais do estudante são dadas por:
𝐶𝐸𝐴𝑟𝑒𝑎𝑙 = {𝐴𝑡𝑖𝑣𝑜, 𝐼𝑛𝑡𝑢𝑖𝑡𝑖𝑣𝑜, 𝑉 𝑒𝑟𝑏𝑎𝑙, 𝑆𝑒𝑞𝑢𝑒𝑛𝑐𝑖𝑎𝑙}
𝑃𝑃 = {𝐿𝑒𝑣𝑒, 𝐹𝑜𝑟𝑡𝑒,𝑀𝑜𝑑𝑒𝑟𝑎𝑑𝑎, 𝐿𝑒𝑣𝑒}

Tabela 3: Modelo do Estudante (Segundo Teste)

Estilos de Aprendizagem
Processamento Percepção Entrada Organização

Ativo Reflexivo Sensitivo Intuitivo Visual Verbal Sequencial Global
55,0 45,0 35,0 65,0 60,0 40,0 45,0 55,0

Estado Cognitivo e Objetivos de Aprendizagem
𝐸𝐶 = {⟨𝐶1, 𝐼𝑁𝐷⟩ . . . ⟨𝐶30, 𝐼𝑁𝐷⟩}

𝑂𝐴 = {⟨𝐶1, 5⟩ . . . ⟨𝐶30, 5⟩}

No ME apresentado na Tabela 3, notam-se inconsistências nas dimensões Entrada e
Organização do FSLSM. A Figura 3 apresenta graficamente o processo de correção auto-
mática dos EA’s armazenados neste ME em uma das repetições deste teste. Em todas elas
observou-se resultados finais similarmente satisfatórios, resultando em um ME correto em
100% das vezes.

Neste ponto é importante notar a redução na quantidade de iterações deste teste em
relação ao primeiro. A quantidade de iterações maior no primeiro teste ocorre em decorrência
de preferências fortes estarem incorretas no ME, gerando CEA’s que constantemente contra-
riam pelo menos uma preferência forte do estudante, o que tende a causar maior impacto
em seu desempenho. Em contrapartida, no segundo teste, CEA’s que contrariam preferência
moderada e/ou leve causam menor perturbação no desempenho.

5.3 Terceiro Teste

A seguir, considera-se o caso em que o estudante não respondeu o questionário de
auto-avaliação, impedindo que o sistema inferisse suas preferências inicialmente. Desta
forma, o ME apresenta preferências nulas em todas as dimensões do FSLSM, conforme pode-
se observar na Tabela 4. As preferências reais do estudante são dadas por:
𝐶𝐸𝐴𝑟𝑒𝑎𝑙 = {𝑅𝑒𝑓𝑙𝑒𝑥𝑖𝑣𝑜, 𝐼𝑛𝑡𝑢𝑖𝑡𝑖𝑣𝑜, 𝑉 𝑖𝑠𝑢𝑎𝑙, 𝑆𝑒𝑞𝑢𝑒𝑛𝑐𝑖𝑎𝑙}
𝑃𝑃 = {𝐿𝑒𝑣𝑒, 𝐹𝑜𝑟𝑡𝑒,𝑀𝑜𝑑𝑒𝑟𝑎𝑑𝑎, 𝐿𝑒𝑣𝑒}

A Figura 4 apresenta graficamente o processo de detecção automática dos EA’s do
estudante em uma das observações realizadas durante este teste. Em todas as repetições deste
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(a) Processamento (b) Percepção

(c) Entrada (d) Organização

Figura 3: Evolução dos EA’s armazenados no ME durante o segundo teste

Tabela 4: Modelo do Estudante (Terceiro Teste)

Estilos de Aprendizagem
Processamento Percepção Entrada Organização

Ativo Reflexivo Sensitivo Intuitivo Visual Verbal Sequencial Global
50,0 50,0 50,0 50,0 50,0 50,0 50,0 50,0

Estado Cognitivo e Objetivos de Aprendizagem
𝐸𝐶 = {⟨𝐶1, 𝐼𝑁𝐷⟩ . . . ⟨𝐶30, 𝐼𝑁𝐷⟩}

𝑂𝐴 = {⟨𝐶1, 5⟩ . . . ⟨𝐶30, 5⟩}

teste observou-se resultado final similarmente satisfatório, resultando em um ME correto em
100% das vezes.

Percebe-se pela Figura 4 que um menor número de iterações foi necessário neste teste
em relação ao primeiro, apresentado pela Figura 2. Isto permite concluir que em determina-
dos casos, inconsistências obtidas em um questionário de auto-avaliação podem trazer pre-
juízos maiores do que a não aplicação do mesmo, principalmente quando preferências fortes
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(a) Processamento (b) Percepção

(c) Entrada (d) Organização

Figura 4: Evolução dos EA’s armazenados no ME durante o terceiro teste

são incorretamente armazenadas no ME. Ou seja, em certas situações, a detecção automática
dos EA’s é preferível à sua correção, principalmente quando estas são preferências fortes.
Desta forma, é necessário alto nível de seriedade, comprometimento e veracidade por parte
dos estudantes no preenchimento de questionários de auto-avaliação para inferência de EA’s.
Já o segundo teste, apresentado na Figura 3, apresentou, na maioria das vezes, um número
de iterações menor em relação a este, já que apenas preferências moderadas e leves estavam
incorretas.

É interessante notar neste teste, através da observação da Figura 4, que as preferên-
cias nas dimensões Processamento e Entrada foram inferidas corretamente logo no início do
processo. Na dimensão Percepção, a preferência do estudante foi inicialmente inferida incor-
retamente, mas foi logo corrigida. Na dimensão Organização, a preferência do estudante foi
também inferida incorretamente no início, sendo corrigida em seguida. Porém, mais a frente
no processo (após iteração 350) a preferência é alterada novamente, e em seguida corrigida
e estabilizada. Esta confusão, se deve ao fato desta ser uma preferência leve, e é mais difícil
de se detectar uma preferência leve do que uma preferência moderada ou forte. Este fato fica
nítido através deste teste.
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5.4 Quarto Teste

Apresenta-se a seguir um teste que utiliza o ME final obtido no terceiro teste. O intuito
é observar como o sistema se comporta quando todas as preferências no ME são corretas e
como elas evoluiriam se fossem reutilizadas em um novo curso. A 𝐶𝐸𝐴𝑟𝑒𝑎𝑙 e PP são as
mesmas consideradas no experimento anterior. A Tabela 5 apresenta o modelo inicial do
estudante utilizado neste experimento.

Tabela 5: Modelo do Estudante (Quarto Teste)

Estilos de Aprendizagem
Processamento Percepção Entrada Organização

Ativo Reflexivo Sensitivo Intuitivo Visual Verbal Sequencial Global
36,8 63,2 32,2 67,8 63,4 36,6 60,7 39,3

Estado Cognitivo e Objetivos de Aprendizagem
𝐸𝐶 = {⟨𝐶1, 𝐼𝑁𝐷⟩ . . . ⟨𝐶30, 𝐼𝑁𝐷⟩}

𝑂𝐴 = {⟨𝐶1, 5⟩ . . . ⟨𝐶30, 5⟩}

A Figura 5 possibilita visualizar a evolução dos EA’s armazenados no ME durante
uma das repetições deste teste. Analisando-se a Figura 5, observa-se uma redução conside-
rável na quantidade de iterações necessárias ao curso em relação aos três testes anteriores.
Neste ponto fica claro que o fato de se ter o ME correto em relação aos EA’s do estudante
causa um impacto considerávelmente positivo em seu desempenho, conforme verificado por
[16] [17] [18] [7] [13] [15] [19] [20] [21] [22] [23] [24] [25] [26]. Esta é, sem dúvida, a
maior contribuição deste trabalho: garantir que os EA’s armazenados no ME sejam o mais
coerente possível com os EA’s do estudante, contribuindo, assim, para a maximização de seu
desempenho. Em todas as repetições deste experimento observou-se resultado similarmente
satisfatório.

É imporante observar que preferências fortes ficaram com um peso mais acentuado
se comparada àquelas moderadas, que por sua vez ficaram mais acentuadas em relação às
leves, ficando clara a eficiência da abordagem proposta no que tange ao nível de precisão e
refinamento dos resultados obtidos.

Finalmente, acredita-se que os resultados obtidos nos testes validam a abordagem pro-
posta neste trabalho, estando então apta a ser implementada e utilizada em um LMS existente
e com estudantes reais. A próxima seção tece algumas conclusões e aponta alguns trabalhos
futuros.
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(a) Processamento (b) Percepção

(c) Entrada (d) Organização

Figura 5: Evolução dos EA’s armazenados no ME durante o quarto teste

6 Conclusão

Sistemas adaptativos para educação se apresentam como uma abordagem promissora
para melhoria da eficiência do processo de ensino-aprendizagem auxiliado por computador.
Um fator indispensável nestes sistemas é a identificação precisa, dinâmica e contínua dos
estilos de aprendizagem do estudante, de modo a atender da melhor forma as suas necessi-
dades individuais. Neste contexto, um desafio na construção de sistemas capazes de fornecer
adaptatividade baseada em estilos de aprendizagem é a construção de modelos eficientes na
detecção e correção automática das preferências do estudante.

Levando em consideração este cenário, este trabalho apresenta uma abordagem es-
tocástica apoiada em cadeias de Markov e baseada na combinação de estilos de aprendi-
zagem para detecção e correção automática de preferências do estudante. Neste contexto,
tem-se uma coleção de 4 variáveis probabilísticas, representando cada uma das dimensões
do FSLSM presentes no modelo do estudante, sendo, então, este modelo representado por
uma máquina de estados em que as transições são estocásticas. Desta forma o modelo pode
ser representado mais adequadamente através de cadeias de Markov variantes no tempo, nas
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quais as probabilidades de transição variam à medida que correções são realizadas no ME, al-
terando o mecanismo de funcionamento da cadeia e consequentemente, afetando a formação
da CEA.

Como os estilos de aprendizagem sofrem alterações ao longo do tempo, nota-se cla-
ramente que este processo é de natureza não-determinística. Provavelmente por esta razão,
as cadeias de Markov se mostraram ferramentas tão aderentes à construção deste modelo de
apoio ao fornecimento de adaptatividade baseada na combinação de estilos de aprendizagem,
como pode-se concluir através da análise dos resultados apresentados na seção 5.

A abordagem proposta se mostrou eficiente e eficaz na detecção e correção automática,
dinâmica e contínua dos estilos de aprendizagem do estudante, através de um processo não-
determinístico e evolucionário, que atua ao longo de todo o processo de ensino-aprendizagem.

A validação do modelo proposto através de técnicas de simulação computacional foi
fundamental, já que a implantação de projetos de e-learning requerem quantias consideráveis
de recursos financeiros, humanos e de tempo [77]. Desta forma, é de fundamental impor-
tância que se possa avaliar a performance de um modelo antes de implantá-lo efetivamente
em um LSM, devido à complexidade desta tarefa e da quantidade de recursos exigidos. Esta
questão é ainda mais crítica quando se considera que a demanda por sistemas de e-learning é
cada vez maior, e o número de estudantes que dependem destes sistemas cresce rapidamente
[77].

O próximo passo deste trabalho é realizar a integração do modelo apresentado a um
LMS existente, o que possibilitaria a realização de testes com estudantes reais. Para isto, o
modelo apresentado neste trabalho será inicialmente acoplado ao SIMEduc [78] [79], que foi
desenvolvido pelos autores deste trabalho, e que portanto, possuem conhecimento detalhado
de sua arquitetura e funcionamento. Outro anseio é pela otimização de uma constante K
utilizada no cálculo do K𝑐 (citado na seção 4) através de um método de inteligência computa-
cional [80] apropriado, tal como algoritmos genéticos [81]. Neste contexto, encontrar o valor
ótimo da constante K significa otimizar ainda mais os resultados apresentados neste trabalho,
tornando este modelo ainda mais eficiente.
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