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Resumo: Um método de extração de características e reconhecimento de padrões
de imagens de tomografia de pulmão é proposto a partir da aplicação da transformada
wavelet de Haar 2D. Como medida de similaridade, a distância de Mahalanobis é utili-
zada por considerar a correlação entre os dados, o que se torna relevante, uma vez que
a distinção visual entre as imagens é pequena. O algoritmo foi testado utilizando-se
diferentes vetores de características, bem como diferentes agrupamentos de imagens.
Foi obtida uma taxa de acerto superior a 85% ao se considerar duas classes.

Abstract: A method to extract features and to recognize patterns from lung images
obtained by computerized tomography is proposed by applying the 2D Haar wavelet
transform. To measure the similarity between images, the Mahalanobis distance was
used because it considers the data correlation, which exists since the visual distinction
among the image groups is generally small. The algorithm was tested with several
feature vectors and with different classes of images. The proposed system was able to
classify the images with an accuracy higher than 85% considering only two classes.

1 Introdução

O crescente número de imagens digitais geradas diariamente em clínicas e hospitais
possibilita que profissionais da saúde utilizem esses recursos em sistemas para gerar diagnós-
ticos mais precisos e rápidos, processo conhecido como computer-aided diagnosis (CAD).
Entretanto, o volume de dados disponíveis requer que estes sejam disponibilizados de modo
a serem úteis para o usuário, dependendo das suas necessidades de aplicação. Os sistemas de
content-based image retrieval (CBIR), ou busca de imagens por conteúdo, são uma alternativa
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que possibilita o usuário obter imagens de um determinado conjunto que sejam semelhantes
a uma imagem fornecida, sem a necessidade de se utilizar informações textuais [18]. O CBIR
baseia-se no processo de extração de características relevantes que podem ser utilizadas para
determinar semelhança entre imagens e classificá-las. Considerando que a relevância de uma
característica é sensível ao contexto a ser analisado, existe a dificuldade em se desenvolver
sistemas genéricos de CBIR, isto é, que possam ser aplicáveis a qualquer conjunto de ima-
gens. Entre os contextos mais específicos abordados em problemas de CBIR há o das imagens
diagnósticas [1], que justifica sua importância pela necessidade de se recuperar imagens em
bases de dados extensas a partir de uma determinada imagem de busca (query image), seja
para comparar peculiaridades em comum entre elas, como por exemplo um determinado tipo
de nódulo, ou exames de um mesmo paciente que se referem a uma mesma estrutura cor-
poral para se gerar um histórico. A grande dificuldade em se construir um sistema eficiente
de CBIR reside no conceito de semelhança estar associado à percepção humana, um critério
subjetivo que muitas vezes pode não corresponder ao que foi implementado num algoritmo
para automatizar o processo através do uso de uma máquina [8].

Desta forma, sistemas de CBIR são geralmente orientados a problemas específicos,
dada esta dificuldade de se construir um sistema genérico capaz de gerenciar todo e qualquer
tipo de imagem. Isso porque, o mesmo critério de semelhança pode não ser aplicável ou
relevante para todos os tipos de imagem. No caso de imagens diagnósticas, por exemplo, não
há sentido em considerar um critério como cor, pois as imagens em geral são monocromáti-
cas. Uma alternativa para se determinar critérios de similaridade em imagens são as funções
wavelets e suas transformadas, abordadas em trabalhos da área como em [12], no qual foi
utilizada uma versão modificada da wavelet de Haar na extração de características. Após
esta etapa os dados foram agrupados em clusters através do algoritmo K-Means no contexto
de imagens de textura. Em [14], o método de CBIR foi construído a partir do conceito de
energia, utilizando-se três wavelets diferentes para provar sua eficiência.

O uso de wavelets para extração de características é uma metodologia frequentemente
mencionada na literatura recente, tanto no contexto das imagens biomédicas [3], quanto nos
casos de classificação de texturas [16]. Determinadas famílias de wavelets apresentam van-
tagens sobre outras dependendo do problema abordado. As wavelets de Gabor, por exemplo,
possuem propriedades que facilitam a identificação e extração de texturas [13], enquanto que
wavelets de Haar possuem a vantagem de ter um menor custo computacional [20] e dispen-
sarem qualquer tipo de extrapolação para o tratamento dos valores de fronteira [9].

O objetivo principal deste trabalho é dar continuidade ao estudo do potencial das trans-
formadas wavelets no processo de extração de características de imagens biomédicas. Atra-
vés dos dados inicialmente transformados pela transformada de Haar bidimensional, pode-se
estabelecer uma medida de similaridade entre imagens de tomografia de pulmão. Aqui a
distância de Mahalanobis [4] é utilizada para se obter esta medida e desempenha um papel
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importante, pois permite que a correlação entre os dados seja levada em consideração. A
partir do momento em que uma imagem de busca (query image) é comparada com imagens
de um banco de dados, é possível gerar um resultado contendo as imagens do banco mais
semelhantes em relação àquela que foi fornecida, de acordo com o critério de semelhança
estipulado. Para dar continuidade à discussão, este trabalho está organizado da seguinte ma-
neira: na Seção 2 são apresentados alguns trabalhos relacionados; na Seção 3, conceitos
básicos sobre wavelets de Haar são abordados e na Seção 4 são apresentadas noções e con-
ceitos sobre a distância de Mahalanobis, ingrediente fundamental na determinação do critério
de semelhança a ser explorado na metodologia aqui apresentada. Finalmente nas Seções 5
e 6 são descritos o algoritmo proposto, como ele foi utilizado e os resultados obtidos.

2 Trabalhos relacionados

Recentemente, diversos autores propuseram soluções para o problema de extração de
características utilizando wavelets em diferentes contextos. Dua et. al [5] apresentaram um
método baseado em diferentes filtros de transformada wavelet para classificar imagens de
glaucoma através da energia de sub-bandas da transformada. Shurong et. al [10] utilizaram
uma estrutura piramidal construída a partir de três diferentes tipos de transformada wavelet
para extração de textura em imagens diagnósticas. Sarker e Iqbal [15] propuseram uma abor-
dagem híbrida para sistemas de CBIR que consiste na utilização de wavelets de Haar para
extração de textura e dos chamados color moments para extração de cores.

É possível observar que a maioria dos trabalhos citados, cuja extração de caracterís-
ticas faz uso de alguma transformada wavelet, utiliza a distância euclidiana como métrica
de comparação entre os vetores de características. Contudo, dependendo da situação essa
distância pode não apresentar o melhor resultado, principalmente se houver forte correlação
entre os valores obtidos. Nesse caso, alternativas como a distância de Mahalanobis [4], que
será investigada no contexto de aplicações de sistemas CBIR no presente trabalho, podem ser
mais viáveis para o problema.

3 Wavelets de Haar

As transformadas wavelets possuem uma variedade de aplicações no campo das ima-
gens, mais especificamente na edição, compressão e busca por conteúdo de acordo com
Stollnitz et. al [20]. Neste contexto, as transformadas discretas produzem representações
de imagens em diferentes escalas, sendo que em cada nível da transformada, um bloco de
coeficientes de escala associado a uma imagem grosseira é gerado, além de três outros blocos
de coeficientes wavelets (ou de detalhe), referentes à variação de informação nas direções
horizontal, vertical e diagonal. Quanto maior for o número de níveis de decomposição, maior
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será o número de blocos de detalhes complementares para recuperar a imagem original a
partir do bloco associado à imagem mais grosseira, definida no último nível de decomposi-
ção. As wavelets ortonormais possuem a vantagem de possibilitar uma representação mais
compacta, dado o fato de que a redundância estatística entre pixels é eliminada [21]. Entre
as diversas famílias de wavelets ortonormais existentes, a mais simples em termos de algo-
ritmo e de representação de dados é a de Haar. Isso porque as funções-base dessas wavelets
são representadas por filtros com o menor comprimento possível, hk = [1/

√
2, 1/
√

2] e
gk = [1/

√
2,−1/

√
2]. As wavelets de Haar são descritas a partir de dilatações e transla-

ções das função escala φ(x) e wavelet ψ(x), sendo a transformada unidimensional definida
através da convolução da função analisada pelos filtros hk e gk. Na formulação decimada da
transformada wavelet discreta (TWD), os coeficientes de escala são reduzidos pela metade a
cada nível de decomposição.

A simplicidade das wavelets de Haar traz algumas vantagens como o fato de possuírem
um baixo custo computacional, não precisarem de valores extrapolados para o cálculo da
transformada nas vizinhanças das bordas da imagem [9] e serem eficientes na detecção de
variações abruptas no sinal ou imagem analisados. O cálculo da TWD decimada de Haar
para um vetor de tamanho n é descrito a partir dos seguintes passos [12]: (1) Calcula-se a
média dos valores dois a dois disjuntos, ou seja, haverá um total de n/2 médias; (2) Calcula-
se a diferença entre a média e cada um dos valores utilizados para formá-la. Haverá então
um total de n/2 diferenças; (3) A primeira metade do vetor é preenchida com as médias; (4)
A segunda metade do vetor é preenchida com as diferenças; (5) O processo é repetido de
maneira recursiva sempre na primeira metade do vetor até que a mesma seja unitária.

Uma limitação das TWDs é que esse procedimento parte do princípio de que o tama-
nho n da amostra inicial é uma potência de 2. Em algumas situações, como no caso deste
trabalho, essa não é uma limitação real, pois é fácil de se obter imagens com dimensão sendo
potência de 2. No entanto, no caso da wavelet de Haar, esta limitação pode ainda ser evitada,
uma vez que com apenas poucos valores extrapolados, a transformada pode ser facilmente
calculada para um quantidade par de pontos qualquer. Outro aspecto a ser observado é a
questão de se utilizar os filtros hk e gk na forma normalizada, o que faz com que as bases
ortogonais para a representação dos dados sejam, na verdade, ortonormais, o que traz facili-
dades em processos como o da compressão [20].

Existem duas abordagens principais para o processo de decomposição para a TWD-
2D: standard e non-standard [20]. Neste trabalho, o algoritmo na forma non-standard é con-
siderado, que consiste em aplicar um nível da transformada em todas as linhas e depois em
todas as colunas da imagem. Para os demais níveis, segue-se o mesmo procedimento, até o
nível mais grosseiro. O algoritmo non-standard [20] é descrito pelo painel (a) da Figura 1.
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3.1 Extração de características utilizando Haar

Em aplicações envolvendo imagens, as aplicações do filtro passa-baixa hk (cálculo das
médias) resultam em um "borramento"(blurring), i.e., perda de resolução da imagem a cada
nível. Em contrapartida, os coeficientes wavelets (diferenças) captam as variações contidas
nos contornos. Estes são extraídos a partir da aplicação do filtro passa-alta gk em cada par
de valores consecutivos, nas três direções: horizontal (H), vertical (V) e diagonal (D). Ao se
aplicar a transformada 2D em três níveis, haverá um bloco de coeficientes de escala no nível
mais grosseiro, denotado por C3, e três subconjuntos formados pelos blocos de detalhes nas
três direções Hj, Vj, Dj, sendo j = 1, 2, 3 indicando o nível da transformação, Figura 1.

Figura 1: TWD-2D 3 níveis: (a) algoritmo non-standard; (b) estrutura de blocos; (c) TWD-
2D de imagem biomédica com coeficientes wavelets com contraste realçado.

É possível extrair medidas estatísticas entre os dados de cada nível e utilizá-las para
compor um vetor de características que irá representar a imagem analisada. Entre essas me-
didas, consideram-se o valor médio, a energia, o desvio padrão, o valor mínimo e o valor
máximo, sendo cada uma delas aplicáveis tanto aos blocos de coeficientes de escala quanto
aos de coeficientes wavelet.

4 Distância de Mahalanobis

A distância euclidiana é uma medida muito usual, no entanto, pode não ser a mais
adequada para se calcular distâncias entre grupos de objetos, especialmente quando estes
possuem uma forte correlação entre si. É nesse contexto que surge como alternativa a distân-
cia de Mahalanobis, que considera a correlação existente entre os elementos em questão. A
distância de Mahalanobis pode ser aplicada a elementos de um espaço n dimensional qual-
quer, sendo que, com relação à aplicação em foco neste trabalho, cada dimensão corresponde
a uma característica diferente, que será então utilizada como um atributo para classificação de
padrões e, consequentemente, tomada de decisão. Para que o cálculo seja realizado, é neces-

RITA • Volume 22 • Número 2 • 2015 55



Classificador de imagens de pulmão utilizando wavelets de Haar e distância de Mahalanobis

sário que cada grupo possua o mesmo número de características. Porém, não é preciso que
todos os grupos tenham o mesmo número de objetos. Esses detalhes serão exemplificados na
seção 6 com as variáveis do problema abordado.

A distância de Mahalanobis possui algumas vantagens que se destacam sobre a distân-
cia euclidiana. Ela considera que a variância em cada direção é diferente, além de considerar
a covariância entre as variáveis [22]. A correlação entre os dados pode ser calculada a partir
da matriz de variância-covariância do vetor original, no entanto, este cálculo pode apresentar
certos problemas como o fato de muitos dados serem redundantes ou correlacionados, caso
haja um conjunto muito grande de variáveis. Esse problema é chamado de multicolinearidade
e resulta numa matriz singular de variância-covariância e que não pode ser invertida para que
o cálculo da distância seja efetuado. Outra limitação consiste no fato de que o número de
objetos no conjunto inicial deve ser maior do que ou igual ao número de variáveis, sendo
em alguns casos necessário reduzir o número de características a serem consideradas para
satisfazer essa propriedade [11].

Uma das aplicações para a distância de Mahalanobis é o reconhecimento de padrões.
A partir de um conjunto de treinamento de indivíduos organizados em classes, é possível
construir um modelo matemático baseado nessa distância a fim de determinar a que classe
um novo individuo pertence, partindo do princípio de que ele pertence a uma e somente uma
das classes já existentes. Esse modelo, conhecido como Análise Discriminante Linear (LDA),
tem como objetivo principal separar amostras de grupos distintos a partir da maximização da
separabilidade entre classes enquanto minimiza a variabilidade dentro de uma classe [7] e é
representado na equação 1,

cfK(xi) = (xi − x̄K)C−1
pooled(xi − x̄K)

T − 2 lnπK . (1)

K é uma determinada classe, C−1
pooled é a matriz de variância-covariância de diferentes

classes e xi é um novo indivíduo. cfK(xi) é uma pontuação de classificação, de modo que a
classeK que apresentar a maior pontuação é aquela à qual o indivíduo xi tem mais chance de
pertencer. O segundo termo da equação, 2 lnπK é a probabilidade que precisa ser considerada
no caso de classes terem um número diferente de indivíduos [11]. Essa medida é utilizada
como base para classificar as imagens do conjunto analisado.

Para que seja possível a aplicação desta distância no reconhecimento de padrões, é ne-
cessário que a matriz combinada (pooled) inversa seja criada primeiramente. Para a geração
desta matriz, leva-se em consideração todas as classes do conjunto de treinamento, e todos os
elementos para cada grupo ao qual pertencem. Todos os elementos para cada classe devem
ter o mesmo número de variáveis (mesmo número de colunas), enquanto que o número de
elementos (número de linhas) pode variar entre os grupos. É calculada a média para cada uma
das variáveis de cada classe e este valor é então subtraído do valor correspondente à variável
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para cada um dos elementos, gerando uma matriz X̂g para cada grupo g.

A seguir, na equação 2, é dada a matriz de covariância Cg para cada um dos grupos
indexados por g, sendo ng o número de imagens correspondente. A operação (.) é o produto
entre duas matrizes e X̂g é a matriz criada para o grupo g. Todas as matrizes de covariância
geradas terão o mesmo tamanho, tanto em linhas como em colunas, o qual corresponde ao
número de variáveis utilizadas.

Cg =
1

ng
(X̂T

g .X̂g). (2)

Assim, através da equação 3, a matriz pooled obtida é entendida como uma combina-
ção de todas as matrizes de covariância geradas no passo anterior. Esta matriz é obtida por
combinação linear das matrizes de covariância ci para cada grupo i, sendo as constantes da
combinação dadas por pesos médios ni/n associados ao número de representantes de cada
classe (ni), com (r, c) correspondente ao índice da matriz de covariância pooled s. n é o
número total de elementos do conjunto. Na última etapa, é feito o cálculo da matriz pooled
inversa, utilizando-se a biblioteca desenvolvida por [2].

si(r, c) =
1

n

g∑
i=1

nici(r, s). (3)

A partir desse resultado, é possível aplicar a distância de Mahalanobis para classificar
um elemento como pertencente a uma determinada classe, utilizando a matriz inversa calcu-
lada anteriormente. Esta distância é calculada K vezes, sendo K o número de grupos que
constituem o conjunto de treinamento. A cada iteração deste cálculo, é gerado o vetor que
corresponde à diferença entre os valores das variáveis do elemento analisado com os valores
médios de cada uma das variáveis do grupo atual na iteração. Este vetor é, então, aplicado na
equação 1. O valor de πK corresponde ao peso aplicado para o grupo da iteração K.

O resultado gerado para cada uma das iterações (para cada grupo) pode ser entendido
como uma pontuação que determinará a qual grupo (classe) o elemento pertence. Assim, o
maior valor produzido entre as iterações corresponderá ao grupo no qual o elemento provavel-
mente pertença. Essa medida foi utilizada como base para classificar as imagens analisadas.

5 Algoritmo

O algoritmo desenvolvido neste trabalho pode ser dividido em duas etapas: uma des-
tinada a realizar o pré-processamento e outra para a classificação. Todo o desenvolvimento
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do sistema foi implementado utilizando-se a linguagem de programação Java. Utilizou-se o
framework da JAI (Java Advanced Imaging) para o tratamento das imagens. A transformada
wavelet de Haar 2D não normalizada, com estrutura piramidal, foi aplicada para a extração
de características a partir dos coeficientes obtidos pela aplicação da transformada.

5.1 Pré-processamento

Antes da devida classificação, o sistema necessita passar por um pré-processamento.
Nesta fase, cada um dos grupos ou classes são analisados, permitindo que seja aplicada a
transformada wavelet de Haar 2D em cada uma das imagens de cada classe, gerando um
vetor de características por imagem. As características e o tamanho escolhido para este vetor
serão abordados detalhadamente na seção 6, sendo ele composto de valores de energia dos
coeficientes de detalhe e da média dos coeficientes de escala do nível mais grosseiro.

A etapa de pré-processamento é destinada para a formação da matriz pooled inversa,
usando, para isso, todas as imagens pertencentes a cada uma das classes do conjunto de trei-
namento. Para a geração desta matriz inversa, é necessário, em um primeiro momento, espe-
cificar como as matrizes para cada um dos grupos devem ser formadas. Ao invés de utilizar-se
variáveis para cada uma das colunas de uma matriz, como relatado na seção 4, utilizam-se ca-
racterísticas extraídas com a aplicação da transformada wavelet sobre cada uma das imagens,
como as energias nas direções vertical, horizontal e diagonal, além da média dos coeficientes
de escala. Assim sendo, assumindo que o vetor de características seria formado por quatro
valores, cada grupo teria matrizes com quatro colunas. Desta forma, com a especificação
das matrizes definida, gera-se a matriz pooled inversa a partir dos cálculos apresentados na
seção 4. Para cada grupo, é criado um vetor separado, com as médias de cada uma das ca-
racterísticas escolhidas. Esses vetores criados, um para cada classe, serão utilizados tanto na
geração da matriz pooled inversa quanto na etapa de classificação.

5.2 Classificação

Nesta etapa, é realizada a classificação do elemento de entrada como pertencente a um
determinado grupo. O dado de entrada, neste caso, é uma imagem de tomografia de pulmão,
a qual deseja-se saber a qual grupo ela pertence. Esta classificação é feita através da distância
de Mahalanobis, baseando-se no valor de pontuação resultante, o que leva à determinação da
classe a qual o dado de entrada pertence.

Inicialmente, aplica-se a transformada wavelet de Haar sobre a imagem de entrada,
gerando um vetor de características com a mesma dimensão dos vetores gerados na etapa de
pré-processamento, ou seja, com as mesmas características. Este vetor é então passado para
o sistema que determina a classificação, conforme explicado no final da seção 4.
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6 Metodologia

A questão da escolha de quais e quantos atributos serão considerados é extremamente
relevante, pois está associada à performance do classificador escolhido. A seguir, serão abor-
dados os experimentos realizados neste trabalho, como a escolha das características que irão
compor os vetores de atributos, bem como os resultados encontrados. Inicialmente, será feita
uma breve apresentação do conjunto de imagens utilizado. O motivo de utilizar-se imagens
de tomografia vai ao encontro com o que foi abordado na seção 3.1, pois os pixels de borda
nessas imagens são todos redundantes, permitindo com que a aplicação da transformada de
Haar seja a mais adequada para o caso.

6.1 Conjunto de imagens

O banco de imagens utilizado neste trabalho foi o Computed Tomography Emphysema
Database [19], adquirido a partir de um estudo feito no Department of Respiratory Medicine,
no hospital universitário de Gentofte [17] consistindo de imagens de tomografia computado-
rizada (CT) de tórax. Foi utilizado o equipamento GE (General Electric) (LightSpeed QX/i;
GE Medical Systems, Milwaukee, WI, USA), formado por um detector de 4 linhas. Cada
imagem (slice), do conjunto de imagens produzidas foi gerada com uma resolução de 0.78 x
0.78 mm, com espessura de 1.25mm, voltagem do tubo de 140kV e corrente de 200mAs. Os
slices foram reconstruídos usando um algoritmo de resolução espacial alta [19].

De acordo com [19], para a produção deste banco, 39 sujeitos foram submetidos ao
estudo, gerando cerca de 115 imagens de pulmão, divididas nas alturas inferior, média e
superior. Destes 39 sujeitos, 9 eram não fumantes, 10 eram fumantes sem COPD (doença
pulmonar obstrutiva crônica) e 20 eram fumantes com COPD categorizados conforme a se-
veridade do problema em moderado, severo e muito severo. O diagnóstico para estes paci-
entes foi realizado por dois profissionais da saúde: um radiologista e um pneumologista com
experiência em imagens de CT. Como forma de simplificar os testes realizados para a ideia
proposta, utilizaram-se apenas as imagens da altura inferior do pulmão, as quais são clas-
sificadas em seis classes: "No Emphysema"(19 imagens), "Minimal"(7 imagens), "Mild"(4
imagens), "Moderate"(3 imagens), "Severe"(2 imagens) e "VerySevere"(2 imagens).

6.2 Experimentos e resultados

A seguir, são apresentados os experimentos realizados. Inicialmente, são fixados qua-
tro atributos e efetuados testes com diferentes vetores de características, extraídas a partir dos
blocos da TWD-2D de Haar. O primeiro teste, denotado por "Level 1", consiste em formar
um vetor com as características referentes às energias nas direções horizontal, vertical e di-
agonal (EH1, EV 1, ED1), além da média dos coeficientes de escala para o primeiro nível
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da TWD-2D (MC1). Assim, xi = (EH1, EV 1, ED1,MC1).

No segundo e terceiro testes, denotados por "Level 2"e "Level 3", o vetor de atributos
é formado com estas mesmas características, mas adquiridas no segundo e terceiro níveis da
TWD-2D, respectivamente. Com isso, tenta-se verificar em qual nível da transformada estão
contidas informações mais significativas para a classificação. No quarto teste, denominado
"Direção H", o vetor é construído apenas com os valores das energias na direção horizontal,
extraídas do primeiro, segundo e terceiro níveis, além da média dos coeficientes de escala do
terceiro nível. No quinto e sexto testes, o vetor é construído com a mesma estratégia do teste
anterior, porém com as características capturadas nas direções vertical e diagonal, denotados
respectivamente de "Direção V"e "Direção D".

É importante observar a variação das energias EV , EH e ED, calculadas através dos
coeficientes H , V e D de cada nível, em função das diferentes classes analisadas. A Figura
2 apresenta representantes das classes "Minimal", "Moderate"e "VerySevere", além das ener-
gias médias nos 3 níveis da TWD-2D para cada uma dessas classes. Nota-se uma variação
significativa das energias para cada nível para cada classe. Por exemplo, a energia EH para
os 3 níveis decresce entre as classes, no entanto a energia correspondente aos coeficientes V
é crescente em cada nível. Já a energia ED em cada nível tem variação menos acentuada.
Estas variações são atributos que contribuem no desempenho do classificador.

Figura 2: À esquerda, imagens de 3 classes. À direita, a energia média de cada bloco V , H e
D da TWD-2D nos 3 níveis analisados.

Todos os testes desenhados nesta seção são baseados na técnica estatística Leave-one-
out, na qual retira-se uma amostra do conjunto de dados que pertence a alguma das classes
já conhecidas. Esta amostra passa, então, a ser a imagem de teste, comparada em relação
aos elementos restantes em cada uma das classes. Com isso pode-se medir a precisão das
classes e o quão distintas elas realmente são. Uma vez que o número de imagens disponíveis
no banco de dados é pequeno e não homogêneo para cada classe, foi necessário um reagru-
pamento das classes originais apresentadas na seção 6.1 de tal forma que se pudesse realizar
os experimentos. O novo reagrupamento é mostrado na Tabela 1. Inicialmente, realizaram-se
testes utilizando a distância euclidiana ao invés de Mahalanobis com o objetivo de analisar os
resultados obtidos por esta medida de similaridade. Os testes feitos foram os mesmos descri-

60 RITA • Volume 22 • Número 2 • 2015



Classificador de imagens de pulmão utilizando wavelets de Haar e distância de Mahalanobis

Classe Número de Imagens Agrupamento
NoEmphysema 19 NoEmphysema
Minimal 11 Minimal + Mild
Severe 7 Moderate + Severe + VerySevere

Tabela 1: Agrupamento de classes de imagens similares.

tos acima, utilizando-se um vetor de características de quatro elementos, mais precisamente
a energia nas direções vertical, horizontal e diagonal e a média dos coeficientes de escala do
nível mais grosseiro. Os resultados são apresentados na Tabela 2. A baixa performance de
classificação apresentada nesta tabela corrobora para a não utilização da distância euclidiana.

Classe Level 1 Level 2 Level 3 Direção H Direção V Direção D
No Emphysema 47.36% 42.10% 36.84% 52.63% 42.10% 52.63%
Minimal 18.18% 9.09% 27.27% 18.18% 9.09% 27.27%
Severe 14.28% 14.28% 0 28.57% 0 42.85%

Tabela 2: Precisão do algoritmo via distância euclidiana aplicado aos grupos.

A Tabela 3 apresenta os resultados quanto à precisão de acertos, gerados pelos seis tes-
tes descritos acima. Verifica-se que os maiores acertos para a classe "No Emphysema"foram
gerados por vetores de características formados pelo primeiro e terceiro níveis da transfor-
mada, além das características coletadas na direção diagonal. Já a classe "Minimal"obteve
mais acertos no terceiro nível e na direção diagonal. Percebeu-se também que a classe "Se-
vere"teve uma maior precisão de acertos no vetor criado na direção vertical. Verifica-se
ainda que os resultados obtidos com esta medida de similaridade são superiores quando
comparados aos resultados gerados pela distância euclidiana da Tabela 2. Após a análise

Classe Level 1 Level 2 Level 3 Direção H Direção V Direção D
No Emphysema 89.47% 78.94% 89.47% 73.68% 84.21% 89.47%
Minimal 45.45% 45.45% 54.54% 36.36% 9.09% 54.54%
Severe 28.57% 42.85% 28.57% 0 71.42% 0

Tabela 3: Precisão do algoritmo aplicado aos grupos.

da Tabela 3, criou-se um vetor de características com a expectativa de se aumentar o nú-
mero de acertos para as três classes em questão. Desta forma, construiu-se um vetor hí-
brido com seis elementos, no qual foram mescladas as características geradas pelo nível
1 e pela direção vertical. Os seis elementos deste vetor são: energias nas direções ho-
rizontais, verticais e diagonais do primeiro nível da transformada, as energias na direção
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vertical no segundo e terceiro nível e a média dos coeficientes de escala do terceiro nível,
xi = (EH1, EV 1, ED1, EV 2, EV 3,MC3). Os resultados para o teste com este vetor são
apresentados na Figura 3. Nesta figura, é possível observar que houve um aumento na taxa
de acerto da classe "Severe"para 85.71%. A classe "No Emphysema"apresentou a mesma
porcentagem de acerto do teste para o primeiro nível, ou seja 89.47%, enquanto que a classe
"Minimal"teve uma precisão de 54.54%.

Figura 3: Taxa de acerto para a aplicação do vetor de características híbrido de seis elementos
sobre as classes "No Emphysema", "Minimal"e "Severe".

Devido à restrição imposta pela falta de imagens distintas em cada uma das classes,
realizou-se um novo experimento, no qual foram reagrupadas as 6 classes mencionadas ante-
riormente em apenas duas classes distintas, "No Emphysema"e "Severe", apresentado na Ta-
bela 4. A Figura 4 mostra os resultados com a aplicação do vetor de características híbrido,
formado anteriormente, sobre o conjunto de imagens. Houve uma melhoria quanto à taxa
de acerto, pois o sistema acertou a classificação de imagens da classe "No Emphysema"em
93.33% dos casos, enquanto que para a classe "Severe", o sistema acertou 85.71%. Como os

Classes Número de Imagens Agrupamento
NoEmphysema 30 NoEmphysema + Minimal + Mild
Severe 7 Moderate + Severe + VerySevere

Tabela 4: Agrupamento com 2 classes de imagens.

resultados apresentados na Figura 4a apresentaram resultados competitivos quanto à taxa de
acerto para as duas classes em questão, um último experimento foi desenhado para analisar
a taxa de acerto entre as classes "No Emphysema"e "Minimal", agrupadas de acordo com a
Tabela 5. Com a utilização do mesmo vetor híbrido com os seis elementos formados ante-
riormente, foram obtidos os resultados da Figura 4b. Houve um aumento na taxa de acerto
da classe "Minimal", passando a ser de 63.63%, enquanto que a classe "No Emphysema"teve
uma taxa de 89.47%.

A Tabela 6 apresenta os resultados da Figura 4a, sob o ponto de vista de verdadeiros-
positivos (TP) e falsos-negativos (FN). Os cruzamentos TP x TP e FN x FN significam que
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Figura 4: Taxa de acerto com o vetor de características híbrido de 6 elementos sobre as classes
"No Emphysema"e "Minimal"(a), e "No Emphysema"e "Severe"(b).

Classes Número de Imagens Agrupamento
NoEmphysema 19 NoEmphysema
Minimal 11 Minimal + Mild

Tabela 5: Agrupamento das classes.

TP FN
TP 6 1
FN 2 28

Tabela 6: Tabela com TP e FN.

o sistema desenvolvido acertou a classificação das imagens, de acordo com o diagnóstico
realizado sobre elas. O cruzamento FN x TP significa que a imagem foi diagnosticada como
saudável e o sistema a classificou como pertencente a grupo de risco. Por fim, a relação TP
x FN corresponde a imagens que foram diagnosticadas com presença de enfisema enquanto
que o sistema as classificou como saudáveis, sendo este considerado o pior resultado para o
algoritmo proposto, uma vez que um paciente poderia estar com um elevado grau de enfisema
e o sistema o classificaria como saudável. Pela Tabela 6, o sistema acertou 34 casos, errando
apenas três vezes. Duas imagens saudáveis foram classificadas como de risco, enquanto que
apenas uma das imagens referentes a um grupo de risco foi classificada como saudável.

Comparativamente, o algoritmo apresentado possui maior eficiência que vetores de
características cuja similaridade é medida através da distância euclidiana, a exemplo do vetor
construído a partir de um GFB (Gaussian Filter Bank) apresentado em [6], cuja eficiência em
termos de acertos na classificação do mesmo banco de imagens foi de 61.3%.

7 Conclusão

Neste trabalho, desenvolveu-se um algoritmo de classificação de imagens médicas de
pulmão, retiradas de um banco de imagens de enfisema pulmonar. Esta classificação é ba-
seada na distância de Mahalanobis aplicada no reconhecimento de padrões. Utilizou-se a
transformada wavelet de Haar 2D para a extração de características, energia dos coeficientes
de detalhe e média dos coeficientes de escala, como forma de auxiliar no processo de classifi-
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cação. Os resultados mostraram um considerável nível de acerto por parte do sistema. Como
trabalhos futuros, outros bancos de imagens poderão ser incorporados ao sistema a fim de
validá-lo com ainda maior confiabilidade. A implementação também pode considerar outros
métodos de classificação como o K-Means.
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