r CINTED-UFRGS Novas Tecnologias na Educacéo

RECO\MENDAQAO PERSONALIZADA DE CONTEUDO PARA SUPORTE
A APRENDIZAGEM INFORMAL NO CONTEXTO DA SAUDE

Alisson Alan Lima da Costa®
Francisco Milton Mendes Neto®
Enio Lopes Sombra*
Jonathan Darlan Cunegundes Moreira®
Ricardo Alexsandro de Medeiros Valentim?
Antonio Farias Alves Sales®

*Programa de Pés-Graduacdo em Ciéncia da Computacéo — PPGCC, Universidade Federal
Rural do Semi-Arido - UFERSA, Mossord, Rio Grande do Norte, Brasil.
2Universidade Federal do Rio Grande do Norte - UFRN, Natal, Rio Grande do Norte, Brasil.
®Nucleo de Tecnologia em Engenharia de Software - NTES, Universidade Federal Rural do
Semi-Arido - UFERSA, Mossoro, Rio Grande do Norte, Brasil.

{alisson, miltonmendes, enio, jdarlan}@ufersa.edu.br; ricardo.valentim@ufrnet.br;
antonio.fazsa@gmail.com

Resumo. Pessoas com doencas crénicas sofrem com limitacdes impostas por sua
condicdo de saude e aprender mais sobre a doenca ajuda na melhoria de sua
qualidade de vida. O uso em massa dos dispositivos moveis e 0 advento das
ferramentas da web 2.0 contribuiram para o surgimento do conceito de satde 2.0,
que disponibiliza meios de promover a aprendizagem informal através da
recomendacdo personalizada de contetdo aos usuérios, indicando conteudos
relevantes relacionados a sua condi¢do de saude. Desta forma, conhecendo-se o
perfil do usuario e aplicando mecanismos de recomendacdo de conteddo com o
uso de algoritmo genético, é possivel, saber a semelhanca entre usuarios e
conteldos e recomendar conteldos de seu interesse. Diante disso, este artigo
propde um sistema de recomendacdo personalizada de conteidos, como parte do
modelo MobiLEHealth, para prover a aprendizagem informal no contexto da
salide, apoiando pessoas com doengas cronicas.

Palavras-chaves: sistema de recomendacdo personalizada, aprendizagem informal,
salude 2.0, algoritmo genético.

PERSONALIZED RECOMMENDATION OF CONTENT FOR SUPPORTING
INFORMAL LEARNING IN THE HEALTH CONTEXT

Abstract. People with chronic diseases suffer from limitations imposed by their
health condition and learn more about the disease help in improving their quality
of life. The mass use of mobile devices and the advent of web 2.0 tools contributed
for the emergence of the concept of Health 2.0, which provides means to promote
informal learning through personalized content recommendation to the users,
indicating relevant content related to their health condition. Thus, knowing the
user profile and applying recommendation engines of content using genetic
algorithm is possible, discover the similarity among users and the contents,
recommend content of their interest. Therefore, this paper proposes a system for
personalized content recommendation, as part of the model MobiLEHealth, to
provide informal learning in the context of health, supporting people with chronic
diseases.

Keywords: Personalized Recommendation Systems, Informal Learning, Health 2.0, Genetic
Algorithms.
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1. Introducéao

As doengas cronicas representam um alto percentual de mortalidade no mundo. Porém,
boa parte delas pode ser prevenida e controlada, promovendo uma melhor qualidade de
vida. Para tanto, é preciso conhecer a doenca e, em seguida, fazer o tratamento
recomendado (com medicamentos, dietas, habitos saudaveis, mudancas no estilo de vida
e pratica de exercicios). Porém o sucesso do tratamento s6 acontece através da aceitacdo
pelo paciente. Nisto, o conceito de salde 2.0 torna-se um fator motivador, pois une
aprendizagem informal ao uso de tecnologias e ferramentas da web 2.0 (redes sociais,
registros pessoais de saude, blogs, videos, etc.) como forma de capturar, através da
experiéncia do usuario, informacdes referentes a saude e, pela combinagédo desses dados
e informacdes, fornecer cuidados e contetidos personalizados (Hughes et al., 2008).

Diante deste cenario, este artigo apresenta um sistema para recomendacdes
personalizadas de contedos como parte de um modelo para apoiar a aprendizagem
informal no contexto de Saude 2.0, denominado MobiLEHealth (Mendes Neto et al.,
2014a, b). Com foco na aprendizagem informal, o sistema proposto, é direcionado as
pessoas com doenca cronica e em tratamento domiciliar, promovendo o conhecimento
sobre a doenca e, consequentemente, uma melhoria na sua qualidade de vida.

No MobiLEHealth, as recomendacdes personalizadas de contetdos, que sao
geradas no intuito de prover a aprendizagem informal, sdo baseadas em um perfil do
usuario, que € enriquecido a partir de dados coletados da interacdo deste com uma
interface personalizada, por meio de ferramentas da web 2.0.

2. Referencial Teorico

2.1 Aprendizagem Informal

Na aprendizagem informal, o individuo é responsavel pelo seu aprendizado, através de
informacdes cotidianas do seu ambiente (Jiugen et al., 2011), e tem como principais
caracteristicas (i) a autonomia, onde o individuo é responsavel por sua aprendizagem e
determina o objetivo a ser alcancado, o conteldo a ser abordado e como este sera
processado; (ii) o conhecimento, obtido por meio das interacdes sociais e profissionais;
(iii) a diversidade, obtida atraveés de experiéncias diarias, recursos do ambiente,
bibliotecas, redes sociais, dentre outros.

As tecnologias mdveis ajudam no processo de aprendizagem informal através de
um ambiente ubiquo favorecendo a autoaprendizagem, relacbes sociais, 0
compartilhamento de experiéncias e a aprendizagem colaborativa, proporcionando o
acesso ao conhecimento, em qualquer lugar e a qualquer momento.

2.2 Algoritmo Genético

Algoritmo Genético (AG) pode ser definido como uma metafora do processo bioldgico
de evolucdo natural. Eles sdo responsaveis por tentar encontrar uma solucdo para os
problemas que néo tém algoritmos conhecidos. Em geral, 0 AG toma como entrada uma
populacdo inicial e os individuos mais adequados sdo selecionados para a solucdo do
problema, de acordo com os critérios de avaliagdo. Se os individuos selecionados ndo
sdo os melhores, ¢ feita uma nova combinacéo (Rothlauf, 2006).

A execucdo de um AG pode ser resumida nos seguintes passos: a) Inicializa-se a
populacdo de cromossomos; b) Avalia-se cada cromossomo da populacéo; c) Seleciona-
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se 0s individuos que irdo assumir o papel de pais para gerar novos cromossomos; d)
Aplica-se as operacOes de recombinacdo e mutacdo, a fim de selecionar os individuos
como pais, criando uma nova geracdo; e) Elimina-se os cromossomos da geragédo
anterior; f) Avalia-se os cromossomos que foram gerados e inseridos na populacédo; g)
Se 0s cromossomos encontrados representam a solucdo esperada para o problema ou o
nimero maximo de geracbes foi alcancado, ou 0 AG ndo conseguiu mostrar mais
progresso, a execucdo é terminada. Caso contrério, a execugdo retorna para o passo .

2.3 Sistemas de Recomendacéao

O aumento de meios de disponibilizacdo de contetido, podendo ser servicos ou
informacdo, através de sistemas web, provoca uma situacdo onde 0 usuério possui
muitas opcdes de escolha antes mesmo de estar apto a selecionar uma opcao que atenda
suas necessidades. Os Sistemas de Recomendacdo (SRs) buscam amenizar os impactos
gerados por essa sobrecarga de informacdo. Ao contrario de sistemas de busca, SRs
permitem o acesso a informacdo sem uma consulta explicita de um dado usuario (Coello
etal., 2013).

Para tanto, os SRs utilizam repositorios de informacdo e dados de preferéncia
dos usuérios para direcionar contetdos aos individuos com potenciais interesses. Um
dos desafios dos SRs € realizar a indicacdo de produtos, servigos e/ou informagéo que
melhor atendam as expectativas dos usuarios, bem como ao seu perfil.

Segundo Vieira e Nunes (2012), os SRs podem ser classificados em trés tipos:
(i) Sistema de Recomendacdo Baseada em Contetldo (SRBC) que é realizada através de
informacdes recuperadas do usuario (perfil, comportamento, etc.) e/ou do seu histérico
de escolhas; (ii) Sistema de Recomendacdo Colaborativa (SRC) que leva em
consideragdo as escolhas realizadas por usuérios com caracteristicas similares e (iii)
Sistema de Recomendacdo Hibrida (SRH) que efetua a recomendacdo atraves das
técnicas utilizadas pelos SRBC e SRC, de forma a atingir um maior numero de
possibilidades e sugerir objetos que diretamente ndo aparentam estar relacionados
(Martins Junior et al., 2011).

3. Trabalhos Relacionados

A utilizacdo de SRs tem sido bastante Util para o usuario na busca por informacdes de
seu interesse na web. No ambito da aprendizagem informal, 0s usuarios sao expostos a
uma grande quantidade de recursos de informacdo, onde muitas vezes ndo estdo aptos
para realizar tais escolhas. Desta forma, um SR vem a suprir esta caréncia
recomendando recursos apropriados e auxiliando na escolha do usuério, que passara a
lidar com um volume menor de informacao.

Na literatura existem diversos trabalhos e projetos relacionados a aplicacdo de
SRs com foco em aprendizagem informal na area da saude. Em Childs (2004), é
apresentado o projeto “Judge”, que tem o objetivo de desenvolver diretrizes de
qualidade de sites web na area de satde em relacdo ao uso de medicamentos. Ja em Su e
Wu (2011), é proposto um SR voltado para blogs na &rea da saude, onde sdo observados
sites de redes sociais, como Twitter, Facebook, LinkedIn, entre outros.

Este trabalho propde um Sistema de Recomendacdo Hibrido Ubiquo (SRHU)
que tem como diferencial a combinacdo de diferentes técnicas de recomendacdo e
Algoritmo Genético (AG), para prover a aprendizagem informal através de
recomendacdo de contetdos relacionados a salde de acordo com o perfil dos usuarios.
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4. Sistema de Recomendacdo Proposto

A solucdo proposta consiste de um sistema de recomendagdo que envolve a
Recomendacdo Colaborativa e a Recomendagdo Baseada em Conteudo. Além disso,
ainda considera o Enriquecimento Semantico do perfil do usuario e do conteddo, e
também o contexto do usudrio no momento da recomendacgdo, implementando dessa
forma, o que chamamos de Sistema de Recomendac&o Hibrida Ubiqua (SRHU).

O SRHU tem como principais func@es: i) Analisar periodicamente a base de
dados e o Sistema de Enriquecimento Semantico (SES) gerando pré-listas de conteidos
aptos a recomendacdo, sendo estas a Lista de Colaboradores (LC), a Lista Colaborativa
Ponderada (LCP) e a Lista Baseada em Conteudo (LBC); e ii) Com as pré-listas obtidas
gera-se a Lista Hibrida Ubiqua (LHU) e por fim a Recomendacéo Conjunta.

4.1. Recomendagdo Colaborativa Ponderada

A Recomendacdo Colaborativa consiste na analise das escolhas e avaliacdes, para
conteido, de usuérios semelhantes ao usuéario alvo. Nesta recomendacdo obtém-se uma
lista de usuarios semelhantes ao usuario alvo, denominada de Lista de Colaboradores, €,
através das relacGes entre usuarios e conteudos, gera-se a Lista Colaborativa Ponderada.

4.1.1. Lista de Colaboradores

E onde sdo obtidos os usuarios com maior grau de semelhanca, ordenando-os e
vinculando-os ao Indice de Semelhanca entre Usuarios - ISU. Neste, o célculo €é feito
sob os aspectos: (i) Metadados (S1): Analisa os dados (idade, sexo, religido, cor/raca,
doenca cronica) de ambos os usuarios; (ii) RelacBes (S2): As relacbes existentes entre
usuarios: amigos, requisitou amizade, amizade requisitada, rejeitou amizade e amizade
rejeitada; (iii) Contetdos (S3): Analisa quais relagbes com conteldo sdo comuns aos
usuarios alvo, como: aceitacdo e rejeicdo de recomendacdo e a visualizacdo de
conteddo; (iv) Locais (S4): Analisa quais relagdes com locais s&0 comuns aos USUArios
alvo, como: aceitacdo e rejeicdo de recomendacdo, e de visualizagdo de contetdo; (v)
Frequéncia (S5): Sao os histogramas de frequéncia que contém as respostas de aceitacdo
e rejeicdo nas recomendacOes geradas para 0s usudrios, conteddos e locais; (vi) Tags
(S6): Analisa a semelhanca entre a lista de tags dos usuérios alvo; (vii) Enriquecimento
Semantico (S7): Analisa e obtém a semelhanca entre os enriquecimentos semanticos dos
usuarios alvo, comparando as afinidades de dois usuarios com cada dominio.

O ISU entre o usuario “i” e o usuario “j” é calculado como sendo a média
ponderada de cada uma das semelhangas ja citadas. No ISU (Equacdo 1), o S; é o nivel
de semelhanca de uma caracteristica e P; € 0 peso dessa caracteristica na avaliagéo.

S1x P14+ S2% P2+ S3x P34+ S4x P4+ S5+ P54 56+ P6 +S7* P7
Pl + P2 + P3 + P4 + P5 + P6 + P7

Equacdo 1 — Célculo do indice de Semelhanca de Usuarios — ISU

ISUiJ =

4.1.2. Lista Colaborativa Ponderada

A Lista Colaborativa Ponderada (LCP) é objeto da analise do historico das relagdes com
conteddo dos usuérios presentes na Lista de Colaboradores de cada usuario alvo. O
SRHU busca na Lista de Colaboradores de cada usuério, as relagdes destes com o0s
conteidos e suas respectivas avaliacdes. Através disto, obtém-se o Indice de
Semelhanca Colaborativa— ISC, necessario para realizar o célculo da LCP.
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O ISCjk de um determinado contetdo “k” com um usuério “i” € calculado como
sendo a média de todas as avaliacOes deste conteudo pelos n usuarios presentes na Lista
Colaborativa do usuario i, ponderada por seus respectivos ISU;;. Seu resultado € usado
no calculo da Lista Ubiqua e da Lista Hibrida. A Equacdo 2 mostra a formula do ISC.

1 n-1
ISCi’k = E Z Aj,k* ISUi’j
j=0

Equacéo 2 — Célculo do indice de Semelhanca de Contelido — 1ISC

4.1.3. Indice de Semelhanca Semantica entre Usuarios

Este indice € obtido com base no resultado do célculo do ISU (Subse¢édo 4.1.1.), onde o
indice S7 é calculado como resultado do retorno do SES. Como o SES calcula apenas o
quanto um usuario se interessa por um determinado dominio, para calcularmos o quanto
dois usuarios, “i”” e “j”” se assemelham semanticamente, definimos a Equacéo 3.

10 n — X |Aik — A
- S Ay = Al

Il - 7 -
Equacdo 3 — Calculo do Indice de Semelhanc¢a Semantica entre Usuarios

4.2. Recomendacgdo Baseada em Contetudo

A Recomendacao Baseada em Conteudo (RBC) é executada em toda a base de usuarios
gerando, para cada um deles, uma Lista Baseada em Contetudo (LBC). Ela calcula o
indice Baseado em Conteido (IBC) que representa o quanto um conteGdo é
recomendavel a um usuério, analisando os histéricos do contetdo e do usuério.

O IBC ¢ calculado sob os seguintes aspectos: (i) Metadados (S1): Analisa 0s
dados do histérico de visualizagdo de conteldo do usuério, como tipo, tamanho,
duracdo, autor e tempo da publicacdo; (ii) Tags (S2): Analisa a semelhanca entre a lista
de tags do usuario e do conteudo; (iii) Locais (S3): Analisa quais relacdes com locais
sd0 comuns ao usuario e ao conteudo. As relacbes sdo: aceitacdo ou rejeicdo de
recomendacdo, e de visualizagdo de contetdo; (iv) Frequéncia (S4): Refere-se aos
histogramas de frequéncia, citados na Subsecdo 4.1.1; (v) Enriquecimento Semantico
(S5): Analisa a semelhancga entre os enriquecimentos seméanticos dos USUarios.

O IBC entre o usuario “i” e o usuario “j” é calculado como a média ponderada
de cada uma das semelhancas citadas acima. O IBC é obtido pela Equacéo 4, onde S; é o
nivel de semelhanca de determinada caracteristica e P; € 0 peso dessa caracteristica na
avaliacdo. Os n maiores resultados de IBC, aliados aos respectivos pares, usuario e
conteddo, sdo inseridos na Lista Baseada em Contetido de tamanho n de um usuério.

S1x P1 +S2% P2+ S3% P3 + S4x% P4+ S5x* P5
P1+ P2+ P3+ P4+ P5

Equacéo 4 — Célculo do indice Baseado em Contelido — IBC

IBC]J =

4.2.1. indice de Semelhanca entre Usuario e Contetido

Neste indice, o calculo é feito para saber o quanto um contetddo se relaciona com um
determinado dominio. A semelhanca seméntica de um usuario com um conteudo €
obtida através da Equagdo 5. Onde, S5;; € o indice de semelhanga seméantica entre o
usuario i e o contetdo j; n é o nimero de dominios inseridos no SES; Ak € o indice de
interesse do usuario i pelo dominio k, retornado pelo SES; e Bjx é o indice que mede
quanto o conteldo j se relaciona com o dominio k, retornado pelo SES.
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_ 10=n— Zi:—l |A'R - B;'.J'('

g .
55 =

n
Equacéo 5 — Célculo do indice de Semelhanca Semantica entre Usuério e Conteddo.

4.3. Recomendacdo Baseada na Ubiquidade

A Recomendac¢do Baseada na Ubiquidade (RBU) é executada em tempo real, para um
usuario alvo, e calcula o indice de Recomendacdo Ubiquo (IRU), que mostra a
adequacdo de um conteudo ao contexto do usuario. A RBU é executada apenas sobre as
Listas Baseada em Conteudo e Colaborativa Ponderada, garantindo a resposta em tempo
habil ao contexto do usuario e um novo indice aos conteidos dessas listas, o IRU.

O calculo do IRU ¢ feito sob os seguintes aspectos: (i) Frequéncia do Contetdo
(S1): Analisa os histogramas de aceitacdo, rejeicdo e visualizacdo do conteldo em
relagdo ao horério no contexto do usuério alvo; (ii) Histérico de Locais do Conteudo
(S2): Analisa o histérico de relacdes com locais do conteudo e sua adequacdo ao local
considerado no contexto do usuério alvo; (iii) Situacdo do Usuério (S3): Analisa a
adequacdo do contetdo em relacdo a velocidade de locomocéo do usuério alvo; (iv)
Situacdo do Dispositivo (S4): Analisa o dispositivo (percentual de bateria e velocidade
da conex&@o com a internet) e sua adequacgéo ao contexto para visualizar o contetdo.

O IRU do contetdo “j” em relacdo ao contexto & obtido como a média
ponderada de cada uma das semelhancas citadas. Na Equacgéo 6, temos: S; que é o nivel
de semelhanga de determinada caracteristica e P; é 0 peso dessa caracteristica na
avaliacdo. Os melhores resultados séo gravados na Lista Baseada na Ubiquidade (LBU).
Si* P1 +S2% P2+ S3% P3+ S4x% P4

P1 + P2 + P3 + P4

Equacéo 6 — Célculo do indice de Recomendacéo Ubiqua — IRU

IRY; =

4.4. Recomendacdo Hibrida

A Recomendacéo Hibrida Ubiqua (RHU) € executada logo apds a geracdo da LBU para
um determinado usuario alvo, e calcula o Indice de Recomendagio Hibrida (IRH). A
RHU gera a Lista Hibrida Ubiqua (LHU) que é uma lista de contetdos ligados aos seus
respectivos IRHSs, os quais sdo resultantes da analise da Lista Colaborativa Ponderada,
da Lista Baseada em Conteudo e da Lista Baseada na Ubiquidade. O IRH do contetdo

“J” para o usuario “i” considerando seu contexto é calculado como a média ponderada
de cada um dos indices das listas descritas anteriormente, de acordo com a Equacéo 7.

ICP * P1 + IBC * P2 + IBU * P3
P1+ P2 + P3

Equacio 7 — Calculo do indice de Recomendagéo Hibrido — IRH

IRH]J =

Os valores dos pesos P1, P2 e P3 definem o quanto a recomendacdo é mais
colaborativa, baseada em contetdo ou sensivel ao contexto (ubiqua). Tais pesos variam
conforme as acfes do usuério (aceitacdo ou rejeicdo) em cada recomendacdo. Na
primeira recomendacdo de um usuario, seus respectivos pesos sdo iguais a 5,0. O
namero de recomendacGes (NR) respondidas pelo usuério é armazenado e serve para 0
calculo da adequacao dos pesos, que ocorre conforme as Equacdes 8, 9 e 10.

_PLx NR+k* ICP
a NR + 1

Equacdo 8 — Célculo do Peso da Recomendacdo Colaborativa

P1
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_ P2x NR+ k= IBC
NR +1

Equacdo 9 — Célculo do Peso da Recomendacdo Baseada em Contetdo

_P3 % NR +k* IBU
a NR + 1

Equacdo 10 — Célculo do Peso da Recomendacdo Ubiqua

P2

Nos céalculos acima, o valor de k varia de 1 (se a recomendacéo for aceita) até -1
(caso a recomendacdo seja rejeitada). Apds a acdo de aceitagdo ou rejeicdo do usuario
alvo, o valor de NR ¢ incrementado em 1. Assim, 0s pesos se ajustam as preferéncias de
cada usuario, personalizando assim as futuras recomendag@es para 0S mesmos.

4.5. Recomendacdo Conjunta

A Recomendacdo Conjunta utiliza-se de técnicas de formacdo de grupos,
priorizando assim que elementos da recomendacdo final ndo disputem pelas mesmas
caracteristicas do usuério. Isso é feito apds a andlise de todas as possibilidades de
combinacdes na lista de recomendacao hibrida. A partir da Lista Hibrida Ubiqua que
possui n contetidos e se deseja fazer uma recomendacdo de p contetdos, o nimero N de
combinacgdes a serem analisadas é obtido como apresentado na Equacgéo 11.

N n!
p! (n— p)!
Equacéo 11 — Calculo do Numero de Recomendacdes Possiveis
A complexidade da analise de todas as possibilidades cresce de forma fatorial, o
que justifica 0 uso de uma técnica aproximativa, no caso Algoritmo Genético (AG),
para a escolha da melhor recomendacéo conjunta. No exemplo apresentado nas Tabelas

1 e 2, dada a LHU de contetidos de tamanho n = 120 a serem recomendados, teremos
uma recomendacao conjunta de tamanho p = 5.

Tabela 1 - Lista Hibrida Ubiqua

Contelido | Conteudo | Contetdo | Contetdo | Contetudo | -~ | Conteudo
1 2 3 4 5 120
IRH=9,80 |IRH=9,25 | IRH=9,48 | IRH=9,60 |IRH=8,92 |~ | IRH=5,90

Tabela 2 - Recomendacdo Conjunta (cromossomo melhor avaliado pela funcéo fitness)
Contetdo 16 | Contetdo 25 | Conteudo 76 | Conteudo 1 Contetdo 9
IRH=8,87 IRH=9,15 IRH=7,38 IRH=8,91 IRH=9,03

O resultado da recomendagdo conjunta foi obtido através da escolha entre os
melhores IRHs da Lista Hibrida Ubiqua e com base na analise feita considerando-se a
melhor avaliacdo do cromossomo pela funcdo fitness, que teve como critérios a soma
dos tempos, repeticOes de autores, subtipo, e defeitos genéticos (contetdos repetidos).

A funcdo fitness prioriza principalmente a diversidade, evitando que na lista
final aparecam autores repetidos, ou apenas um subtipo de contetdo (video, texto ou
audio) ou mesmo que a soma dos tempos totais ultrapassem a quantidade do que é
caracteristico do usuario aceitar em um determinado intervalo de tempo. Dessa forma,
objetiva-se alcancar uma maior aceitacdo das recomendacdes realizadas.

O modelo de AG desenvolvido possui as seguintes caracteristicas: (a) Gene:
Cada gene é representado por uma recomendacdo de contetdo a um usuério alvo,
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escolhidos a partir da LHU; (b) Cromossomo (individuo): E um conjunto de genes que
representam uma possivel recomendacdo conjunta; (c) Populacdo Inicial: E gerada a
partir da LHU, escolhendo-se aleatoriamente, recomendacgdes de contelido que serdo 0s
genes que formardo cada individuo; (d) Funcdo Fitness: Avalia um cromossomo ou
individuo, com base nos critérios de IRH, evitando caracteristicas conflitantes (subtipo,
autor, tempo), e reduzindo a avaliacdo dos cromossomos com defeitos genéticos (genes
repetidos); (e) Cruzamento: Onde foi utilizado o conceito de dominancia entre os genes,
onde um gene (recomendacdo) com maior rating sera dominante sobre um de menor; (f)
Selecdo: Teve os critérios de selecdo com base em Estado Estacionario e Elitismo, onde
metade da populacdo (melhor avaliada) sobrevive e gera mais uma metade de populacao
nova (nova geracdo); (g) Mutacdo: Ocorre pela troca de posigdes de genes de um
mesmo cromossomo, evitando assim a amarracdo em falsos maximo da funcéo fitness.

5. Validacao

A validagdo conta com dois dominios (Diabetes e Esclerose Lateral Amiotrofica - ELA)
e com a criacdo de dados ficticios de instancias das classes Person, Location e Content.
A insercdo de dados nas relacGes e historicos das classes basicas foi feita através de um
gerador de contextos, onde ocorre a simulacdo de acGes que disparam gatilhos de
contexto que geram historicos e relagcbes para 0s usuarios, conteudos e locais,
preenchendo alguns de seus campos e servindo para outros célculos. O gerador funciona
aleatoriamente, mas com algumas varidveis direcionadas, garantindo as caracteristicas
desejadas nos histdricos das instancias das classes basicas.

Na amostra, foram inseridos dados instanciando-se as classes basicas (person,
content e location) de forma que 1/3 (um terco) de cada uma delas assumissem
caracteristicas importantes de um dos dominios. Também instanciou-se 1/3 (um ter¢o)
com instancias sem dominio definido, totalizando assim trés segmentos instanciados.

Nas simulacfes e nas analises dos dados em cada caso, manipularam-se as
classes Person, e as escolhas de Content e Location da seguinte forma: a) Person: As
instancias desta classe foram alteradas para mostrar as caracteristicas desejadas quanto a
idade e ao sexo. Através dos dados do Instituto Brasileiro de Geografia e Estatistica
(IBGE), definiu-se as distribuicdes das caracteristicas da classe person. Com isso, no
atributo idade tivemos: Faixa de ldade: 10-24 anos; 25-39 anos; 40-54 anos; 55-69 anos
e 70 acima, com 0s respectivos percentuais: 17,80%; 32,51%; 30,55%; 21,91% e
5,03%; J& no atributo sexo, tivemos: masculino — 47,90% e feminino — 52,10%. b)
Content e Location: Tiveram suas caracteristicas definidas para se adequar igualmente
aos dominios (segmentos) selecionados, sendo assim: Diabetes (1/3), Esclerose Lateral
Amiotrofica (1/3) e ainda o segmento sem dominio definido (1/3). ¢) Relation: As
relagbes RelationPersonPerson; RelationPersonContent; RelationPersonLocation e
RelationContentLocations foram definidas para simular todas as possibilidades de
disparo de contexto com base nas proporcoes.

O método de avaliacdo de sistemas de recomendacéo é feito basicamente sob a
satisfacdo do utilizador, pois tipicamente estamos preocupados em perceber o grau de
aceitacdo das recomendagdes, ou seja, quantificar o niUmero de aceitacao ou rejeicdo dos
utilizadores sobre os itens recomendados (Reis, 2012). Neste sentido, a Tabela 3
apresenta os métodos tradicionais de avaliacdo da recomendacéo, resumindo as métricas
mais comuns e a Tabela 4 mostra 0 nimero de ocorréncias que se enquadram em cada
uma das categorias, 0 que servira para calcular as respectivas métricas.

Tabela 3 - Resultados possiveis de uma recomendacdo (Reis, 2012)
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Recomendados N&o Recomendados
Preferidos Verdadeiro-Positivo (VP) Falso-Negativo (FN)
N&o Preferidos Falso-Positivo (FP) Verdadeiro-Negativo (VN)

Tabela 4 - Métricas de performance de um sistema de recomendacao (Reis, 2012)

Meétrica Expressao Interpretacdo

Precision node VP Mede a probabilidade de um item
n°de VP +n°de FP | recomendado ser relevante.

Recall node VP Mede a probabilidade de um item relevante ser
n°®de VP +n%de FN | recomendado.

False node FP Mede a probabilidade de um item ser mal

Positive Rate | n°de FP +n®de VN | recomendado.

F-measure 5 Precision + Recall | Combina as caracteristicas do Precision e do

X— . L. .
Precison x Recall | Recall numa métrica conjunta.

6. Experimentos e Resultados

Os resultados finais foram analisados sobre os dois eventos citados na se¢éo anterior, e
consistiram na utilizacdo da métrica Precision. A escolha desta métrica se deu pelas
caracteristicas inerentes ao sistema de recomendacéo, pois suas peculiaridades anulam a
viabilidade da analise de Negativos, Verdadeiros ou Falsos. Devido o numero de
contetdos Verdadeiros e Falsos serem bem maiores que o tamanho da recomendacao
final faz o nimero de Negativos ser alto também. Assim justifica-se a escolha da
métrica Precision e o descarte de False Positive Rate e Recall.

Usando a métrica escolhida nos dois testes, obtivemos o0s seguintes resultados:
a) Em um contexto neutro, foi solicitado pelo sistema, recomendaces para usuarios que
tém historicos voltados a cada um dos dois dominios instalados no sistema. Aplicando a
métrica Precision com 40 recomendaces, obtivemos: 721 Verdadeiro-Positivo (VP) e
119 Falso-Positivo (FP), resultando assim em um percentual de 85,83%.

b) Em contextos voltados a cada um dos dois dominios instalados, foi solicitado pelo
sistema, recomendacdes para usuarios que tém um histérico sem dominio definido.
Aplicando a métrica Precision com 40 recomendacdes, obtivemos: 838 Verdadeiro-
Positivo (VP) e 02 Falso-Positivo (FP), resultando um percentual de 99,76%.

Outras recomendacfes intermediarias também foram analisadas aplicando a
métrica Precision. Abaixo sdo apresentados os resultados:
a) Lista de Colaboradores: Com 1200 recomendacdes obtivemos: 1200 Verdadeiro-
Positivo (VP) e “zero” Falso-Positivo (FP), resultando em um percentual de 100%.
b) Lista Colaborativa Ponderada: Com 40 recomendacdes obtivemos: 965 Verdadeiro-
Positivo (VP) e 235 Falso-Positivo (FP), resultando em um percentual de 80,42%.
c) Lista Baseada em Conteudo: Com 1200 recomendacdes obtivemos: 1200 Verdadeiro-
Positivo (VP) e “zero” Falso-Positivo (FP), resultando em um percentual de 100%.
d) Lista Ubiqua: Com 40 recomendacdes obtivemos: 3365 Verdadeiro-Positivo (VP) e
235 Falso-Positivo (FP), resultando assim em um percentual de 93,47%.

7. Consideracoes Finais e Trabalhos Futuros

Neste artigo foi apresentado um sistema de recomendacédo utilizado dentro de
um modelo para aplicacdo de aprendizagem informal no contexto de Saude 2.0. O
MobiLEHealth contempla a recomendacdo personalizada de conteidos de saude,
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voltados para usuarios portadores de doencgas cronicas, colocando o usuario como
agente ativo e responsavel pelo seu tratamento e cuidados relacionados a sua salde.

Os resultados dos testes demonstraram que € possivel prover aprendizagem
informal recomendando contetdos personalizados, a partir dos interesses do usuério,
por meio de perfis seméanticos, relacionados a dominios de conhecimentos e gerados a
partir de sua experiéncia e informacOes referentes a sua salde, através do
monitoramento do seu contexto diario.

Como trabalho futuro, pretende-se realizar um estudo de caso com usuarios
portadores de doencas crbnicas, a fim de comprovar a eficiéncia e eficicia do sistema
proposto no provimento de conteudos personalizados e, principalmente, na capacidade
de prover aprendizagem informal sobre satde pessoal de forma flexivel e ubiqua.
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